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Motiv ation

Die Clusteranalyse (kurz: Clustering) hat als eine Technik des Data Mi-
ning das Ziel, in beliebigen Datenmengen Strukturen zu �nden und Zu-
sammenh•ange aufzudecken. Zu diesem Zweck ist bereits eine Vielzahl an
Clusteralgorithmen entwickelt worden, welche sich durch unterschiedliche
Vorgehensweisen und Strategien auszeichnen. Aufgrund dieser Strategien
lassensich die Algorithmen in eine Taxonomie verschiedener Paradigmen
einordnen.
Der Algorithm us MajorClust ist ein solcher Clusteralgorithmus, welcher der
Kern der erfolgreichen Suchmaschine AISearch [17] ist. Obwohl die sehr
gute Leistung von MajorClust bekannt ist, wurde die Funktionsweisedie-
sesAlgorithm us noch nicht tiefgehendanalysiert, weshalber bislang keiner
Kategorie in der Clusteralgorithmen-Taxonomie sicher zugeordnet werden
konnte.
Haupts•achliches Ziel dieser Arb eit ist deshalb die Evaluierung von Ma-
jorClust im Hinblick auf Funktionsweiseund Performance.Da MajorClust
•Ahnlichkeit mit dichtebasierten Verfahren hat, wird er mit dem dichteba-
sierten Algorithm us DBSCAN verglichen. Dabei liegt der Schwerpunkt ins-
besondereauf der Beantwortung der folgendenFragen:

� Wie verh•alt sich das Clusterergebnis und die Performance von Ma-
jorClust im Vergleich zum dichtebasierten Clusteralgorithmus DB-
SCAN?

� Deuten die Clusterergebnissedarauf hin, dass MajorClust ebenfalls
dichtebasiert arbeitet?

MajorClust bietet gegen•uber anderen dichtebasierten Clusteralgorithmen
den Vorteil, dass er sowohl metrische Daten, als auch •Ahnlichkeitsdaten
verarbeiten und clustern kann. Da •Ahnlichkeitsdaten jedoch z. B. durch die
Multidimensionale Skalierung (MDS) in den euklidischen Raum eingebettet
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x MOTIV ATION

werdenk•onnen, ist esfraglich, wie praktik abel dieserVorteil tats•achlich ist.
Zus•atzlich soll daher die Frage beantwortet werden:

� Wie stark beein
usst die Einbettung der urspr•unglichen •Ahnlichkeits-
daten in den euklidischen Raum das Ergebnis der Clusteranalyse?

Gliederung der Arb eit

Kapitel 1 enth•alt eine allgemeineEinf •uhrung in die Zielsetzungund Funk-
tionsweise der Clusteranalyse und stellt praktische Einsatzgebiete vor. In
Kapitel 2 werden die Begri�e Dichte und dichtebasiertes Clustering de�-
niert und erl•autert. Kapitel 3 und 4 stellen die Algorithmen DBSCAN und
MajorClust vor, wobei jeweils auf die Strategie, die Funktionsweiseund die
Performance eingegangenwird. Kapitel 5 pr•asentiert eine Testumgebung
zur Evaluierung der Algorithmen und erl•autert wesentliche Implementie-
rungsdetails. Kapitel 6 stellt Messungenund Ergebnissezum Vergleich der
Algorithmen dar und interpretiert diese. In Kapitel 7 schlie�lic h werden
die ErgebnissedieserArb eit zusammengefasstund eswird ein Ausblick auf
verwandte Forschungsaufgaben gegeben.
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Vor •ub erlegungen
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Kapitel 1

Einf •uhrung in die
Clusteranalyse

Ein Teilbereich desForschungsgebiets\ KnowledgeDiscovery in Databases\
(KDD) ist das sogenannte Data Mining, welchesdas Ziel hat, Wissen und
Strukturen ausbestimmten Datenmengenzu extrahieren. Dabei wird ange-
nommen, dasssich das Wissen bereits in den Datenmengenbe�ndet; mit
Hilfe desData Minings soll esaufgedeckt werden.

Eine Technik desData Minings ist die sogenannte Clusteranalyse,auch
numerische Taxonomieoder kurz Clustering genannt.

DiesesKapitel bietet eine Einf •uhrung in die Clusteranalyse anhand einer
beispielhaften Problemstellung in Abschnitt 1.1. Nach der formalen De�-
nition von Clustering und Cluster in Abschnitt 1.2 und der Vorstellung
wichtiger Formate der Problemdaten in Abschnitt 1.3 wird in Abschnitt
1.4 ein erstesBeispiel einer Clusteranalysegegeben. Nachdem in Abschnitt
1.5 •Uberlegungenzur Komplexit •at des Clusterproblems angestellt werden
schlie�t Abschnitt 1.6 mit einer Taxonomieg•angiger Clusterstrategien.

1.1 Problemstellung

Der Ausgangspunktbei der Problemstellung ist eineMengevon Daten (Ob-
jekten), welche verschiedeneEigenschaften aufweisen.Ziel der Clusterana-
lyse ist es,dieseObjekte in Gruppen, die sogenannten Cluster, aufzuteilen.
DieseGruppierung soll sogew•ahlt werden,dassObjekte innerhalb desselben
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4 KAPITEL 1. EINF •UHRUNG

Clusters untereinander m•oglichst •ahnlich sind (Homogenit•at innerhalb der
Cluster), Objekte aus unterschiedlichen Clustern jedoch m•oglichst un•ahn-
lich (Heterogenit•at bei verschiedenenClustern).

Die •Ahnlichkeit zweierObjekte ergibt sich dabei durch Ber•ucksichtigung
der Eigenschaften, die die einzelnenObjekte aufweisen.Wie unterschiedlich
dieseEigenschaften sein k•onnen, sollen die folgendenBeispielezeigen.

Problem 1: Umzugk artons

Eine Familie ist im Begri� umzuziehen.Nach dem Aussortieren der nicht
mehr ben•otigten Gegenst•ande gilt es nun die verbliebenen Gegenst•ande
m•oglichst zweckm•a�ig auf Umzugkartons zu verteilen.

Um diesesProblem zu l•osen,lassensich verschiedeneEigenschaften der
Objekte (hier: Gegenst•ande) erfassen:

� Gewic ht Beispiel: Gewichte nicht gr•o�er als Belastbarkeit des Kar-
tons

� Form Beispiel: Gegenst•ande m•ussenin den Karton passen

� Art des Gegenstands Beispiel: Sonntagskleidung nicht zu Werk-
zeugkiste

� Zerbrec hlic hk eit Beispiel: Hanteln nicht auf Porzellangeschirr

� etc.

Problem 2: Automobilk onstruktion

Heutzutage enthalten moderne Autos mehr als 100 unterschiedliche Elek-
troniksysteme mit •uber 2500 Kabelverbindungen. F•ur eine m•oglichst kos-
teng•unstige Produktion ist daher die Planung einer e�ektiv en Anordnung
der einzelnenElektronikbauteile zur Minimierung der Kabell•angennotwen-
dig.

Auch bei diesem Gruppierungsproblem lassen sich bestimmte Eigen-
schaften der Objekte (hier: Elektronikbauteile) �nden:

� Komm unik ationspartner Beispiel: Radio und CD-Wechsler

� Ergonomie Beispiel: Mikrofon der Freisprecheinrichtung auf
Mundh•ohe desFahrers

� Funktionsw eise Beispiel: Klimaanlage in der N•ahe vom Motor
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� Ortsgebundenheit Beispiel: Servolenkung in der N•ahe der Lenkan-
lage

� Sicherheit Beispiel: Tank mit Sicherheitsabstandzum Unterboden

� etc.

Wie zu sehenist, eignet sich die Clusteranalyse f•ur sehr unterschiedliche
Einsatzgebiete,bei denendas Grundproblem, die Gruppierung von Objek-
ten zum Finden von Strukturen, gegeben ist.

Vergleic h mit der Klassi�k ation

Im Gegensatzzur Vorgehensweise der Klassi�k ation, bei der die jeweili-
gen Gruppen a priori feststehenund die einzelnenObjekte diesenGruppen
zugeordnetwerdensollen,sind die Cluster beim Clustering nicht vorher be-
kannt und werdenimplizit vom jeweiligen Algorithm us generiert. Dabei gibt
es Algorithmen, die als Eingabeparameter die Anzahl der Cluster, die er-
zeugt werdensollen,ben•otigen; andereAlgorithmen erzeugeneinebez•uglich
ihrer Strategie optimale Anzahl von Clustern.

1.2 De�nitionen

De�nition 1 (Clustering, Cluster) Sei D ein Menge von Objekten. Ein
Clustering C � f C j C � Dg von D ist eine Aufteilung von D in Teil-
mengen, welche die folgenden Bedingungen erf•ullen:

S
C i 2 C Ci = D und

8Ci ; Cj 2 C : Ci \ Cj 6= i = ; . Diese Teilmengen Ci werden als Cluster
bezeichnet.

Die De�nition fordert, dassein Clustering eineAufteilung der Objekte in
disjunkte Teilmengendarstellt. Zus•atzlich wird gefordert, dassjedesObjekt
genaueinem Cluster zugeordnetsein muss.

Eine Besonderheitstellen Clusteralgorithmen (z. B. DBSCAN) dar, die
neben den Clustern noch Rauschen (Noise) identi�zieren. Das Rauschen
kann in der De�nition als eine spezielleGruppe angesehenwerden, die Ob-
jekte beinhaltet, welche sinnvollerweisekeinem Cluster zugeordnet werden
k•onnenund somit als St•orstellen in den Ausgangsdatenklassi�ziert werden.
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1.3 Datenformat der Problemdaten

Die Daten einesClusterproblems k•onnen in verschiedenenFormaten vorlie-
gen. In dieserArb eit werden zwei Formate verwendet: Geometrische Daten
und •Ahnlichkeitsdaten.

Geometrisc he Daten

Bei geometrischenDaten stellendie Daten eineMengeX dar, derenObjekte
sich im euklidischen Raum be�nden.

De�nition 2 Ein euklidischer Raum ist ein k-dimensionaler Raum Rk , in
dem die Gesetzeder euklidischenGeometrie gelten.

Um den Abstand zwischenzwei Objekten im euklidischenRaum bestimmen
zu k•onnen, wird eine Metrik ben•otigt.

De�nition 3 Sei X eine beliebigeMenge. Eine Abbildung d : X � X ! R
hei�t Metrik, wenn f•ur beliebigeElemente x, y und z von X die folgenden
axiomatischenBedingungenerf•ullt sind:

� d(x; x) = 0

� d(x; y) = 0 ) x = y (De�nitheit)

� d(x; y) = d(y; x) (Symmetrie)

� d(x; y) � d(x; z) + d(z; y) (Dr eiecksungleichung)

Die in dieserArb eit verwendeteMetrik ist die euklidische Metrik

d(x; y) =

vu
u
t

kX

i =1

(x i � yi )2;

die ein Spezialfall der Mink owski-Metrik

d(x; y) =

 
kX

i =1

(x i � yi )r

! 1=r

; r � 1

ist. Die Daten werden als k-dimensionaleVektoren der Form

x = (x1; x2; : : : ; xk ) 2 Rk

dargestellt.
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•Ahnlic hk eitsdaten

Bei •Ahnlichkeitsdaten werdendie Daten durch eineMengeX von Objekten
dargestellt. Auf dieserMenge X ist ein •Ahnlichkeitsma� d de�niert:

d : d(x; y) ! R;

mit x; y 2 X . F•ur alle Objektpaare aus X k•onnen so deren •Ahnlichkeits-
bzw. Un•ahnlichkeitswerte f•ur die Clusteranalyseverwendet werden.

Daten um wandlung

W•ahrend geometrische Daten verlustfrei in •Ahnlichkeitsdaten umgewan-
delt werdenk•onnen, indem z. B. die euklidische Metrik als •Ahnlichkeitsma�
verwendet wird, ist die umgekehrte Richtung, die Einbettung von •Ahnlich-
keitsdaten in den euklidischen Raum Rk bei begrenztemk, meist nicht ohne
Informationsverlust durchzuf•uhren. Eine Technik zur n•aherungsweisenEin-
bettung ist die Multidimensionale Skalierung(sieheAnhang B), die in dieser
Arb eit verwendet wird.

1.4 Beispiel einer Clusteranalyse

Abb. 1.1 zeigt eine Karte der karibischen Inseln. Die Aufgabe, die mittels
Clusteranalysehier gel•ost werden soll, ist die Entdeckung der einzelnenIn-
seln und deren Zuordnung zu eigenst•andigen Clustern. Um das Bild auf
die Clusteranalyse vorzubereiten werden die Beschriftungen entfernt und
das Bild mit Hilfe des Floyd-Steinberg-Dithering-Algorithm us in den mo-
nochromen Farbraum transformiert. Die 14075schwarzen Pixel im euklidi-
schen Raum desBildes (Au
 •osung: 344*226Pixel) werden als die Objekte
betrachtet, die es zu clustern gilt. Abb. 1.2 zeigt das umgewandelte Bild,
welchesals Eingabe f•ur den Clusteralgorithmus DBSCAN dienen soll.

Abb. 1.3 zeigt das Ergebnis (Clustering), welches DBSCAN berechnet
hat. Es wurden 24 unterschiedlichen Cluster gefunden,die durch verschie-
deneFarben dargestellt sind. Es ist deutlich zu erkennen,dassalle Inseln als
eigenst•andigeCluster gefundenwurden. Bemerkenswert bei diesemBeispiel
sind die sehr unterschiedlichen Formen der Cluster, die DBSCAN identi�-
ziert hat.
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Abbildung 1.1: •Ubersichtskarte der karibischen Inseln.

Abbildung 1.2: Monochrome Darstellung als Eingabedaten f•ur die Cluster-
analyse.
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Abbildung 1.3: Clusterergebnis unter Verwendung des Algorithm us DBS-
CAN.

1.5 Komplexit •ats •ub erlegungen

Um die Komplexit •at des Clusteringproblems zu verdeutlichen, lassensich
einige •Uberlegungenanstellen.

Als Beispiel seien 25 verschiedene Objekte gegeben, die in 5 Clus-
ter aufgeteilt werden sollen. Ein naiver Algorithm us k•onnte so vorgehen,
dass er s•amtliche m•oglichen Clusterings berechnet und anschlie�end das,
bez•uglich einesOptimierungskriteriums, Geeignetsteausw•ahlt. Die Anzahl
aller m•oglichen Clusterings, also alle Variationen, um n Objekte auf k ver-
schiedeneGruppen beliebiger Gr•o�e aufzuteilen, l•asst sich mit der Stirling-
schen Zahl zweiter Ordnung berechnen:

S(k )
n =

1
k!

j = kX

j =0

(� 1)k � j
�

k
j

�
j n

Mit den Werten desobigen Beispiels,also n = 25 und k = 5, ergeben sich
S(5)

25 = 2:436:684:974:110:751 m•ogliche Gruppierungen.
Wird nun noch zus•atzlich gefordert, dassdie optimale Anzahl der Cluster
auch von dem Clusteralgorithmus ermittelt werden soll, steigt die Anzahl
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der m•oglichen Gruppierungen auf

i =25X

i =1

S( i )
25 > 4 � 1018

an, da die Clusteranzahl mindestenseins und h•ochstens25 betragen kann.
Sogar auf einem Tera
op-Rechner, der eine Billion Rechenoperationen pro
Sekundedurchf•uhren kann, w•urde diesevermeintlich simple Aufgabe schon
•uber 11 Tagein Anspruch nehmen,wobei mehrereMillionen Terabyte Spei-
cherplatz notwendig w•aren; dabei w•are allerdings das Problem, das geeig-
netste aller Clusterings auszuw•ahlen, noch nicht gel•ost.

Ein un •ub erw achtes Problem

Eine weitere Schwierigkeit, die die Clusteranalyse noch komplexer macht,
ist die Tatsache, dassessich um ein un•uberwachtes Problem handelt. Dies
bedeuted, dass es au�er den Problemdaten selbst keine weiteren Einga-
ben gibt, die zur L•osung des Problems beitragen. Da jedes Clusterpro-
blem ein neues,einzigartiges ist, k•onnen die Algorithmen nicht aus vor-
herigen Probleml•osungsprozedurenWissen wiederverwenden, sie sind also
nicht lernf•ahig.

1.6 Clusteralgorithmen

Wie der letzte Abschnitt gezeigthat, ist dasnaive Konstruieren aller m•ogli-
chen Clusterings und anschlie�endes Ausw•ahlen der besten L•osung nicht
realisierbar, was den Bedarf an leistungsf•ahigen, heuristischen Clusterstra-
tegien bekr•aftigt.

Im n•achsten Abschnitt werden wesentliche Strategien vorgestellt.

1.6.1 Kategorien

Heutzutage gibt eseine Vielzahl an Clusteralgorithmen, die sich durch ver-
schiedeneStrategien und Heuristiken unterscheiden.Abb. 1.4 zeigt eineKa-
tegorisierung bekannter Algorithmen. In den folgendenAbschnitten werden
die wichtigsten Kategorien kurz vorgestellt.

Hierarc hische Algorithmen

Agglomerative hierarchische Algorithmen beginnen mit einem Anfangszu-
stand, in dem jedes Objekt der Problemdaten einem eigenenCluster zu-
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Abbildung 1.4: Eine Taxonomievon wichtigen Clusteralgorithmen.

geordnet ist. Im weiteren Verlauf der Clusteranalyse werden dann die
bez•uglich desverwendeten •Ahnlichkeitsma�es •ahnlichstenCluster miteinan-
der verschmolzen.DieserSchritt wird solangewiederholt, bis einebestimmte
Abbruchbedingung erreicht ist.

Divisive hierarchischeAlgorithmen hingegengehenvon einem einzelnen
Cluster aus, in dem sich zu Beginn alle Objekte be�nden. Im weiteren Ver-
lauf werden die Cluster sukzessive in kleinere Cluster aufgeteilt, bis der
Algorithm us aufgrund desAbbruchkriteriums terminiert.

Graphisch l•asst sich die Funktionsweisehierarchischer Algorithmen als
Dendogramm darstellen (sieheAbb. 1.5).

Iterativ e Algorithmen

Iterativ e Algorithmen versuchen, ausgehendvon einem existierendenClus-
tering, durch Verlagerung der Objekte in andereCluster zu einer besseren
L•osungzu gelangen.Iterativ e Algorithmen ben•otigen als Eingabeparameter
die Anzahl der Cluster, die erzeugt werden sollen.

Bei dem Exemplar-basierten iterativen Verfahren wird f•ur jedesCluster
ein Repr•asentant errechnet, zu dem die Objekte aufgrund ihrer •Ahnlichkeit
zugeordnetwerden.

Bei dem Austauschverfahren hingegenwerden immer zwei Objekte aus
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Abbildung 1.5: Dendogramm hierarchischer Clusteralgorithmen.

unterschiedlichen Clustern vertauscht, um die L•osungzu verbessern.

Dic htebasierte Algorithmen

Algorithmen dieserKategorie suchen nach Regionenhoher Dichte im Merk-
malsraum. F•ur diese Regionen werden verschiedeneCluster angelegt und
alle darin be�ndlic hen Objekte dem Cluster hinzugef•ugt. W•ahrend der Be-
gri� der Dichte eindeutig de�niert werden kann (sieheKapitel 2), verfolgen
verschiedeneAlgorithmen recht unterschiedliche Strategien, um diesesZiel
zu erreichen.

Ob die Strategie von MajorClust dem dichte-basierten Ansatz •ahnlich
ist, und die Einordnung von MajorClust somit sinnvoll ist, soll im weiteren
Verlauf dieserArb eit untersucht werden.

Vergleic h der Clusterstrategien

Anhand einiger Eigenschaften lassensich die Qualit •aten und bevorzugten
Einsatzgebieteder verschiedenenStrategien vergleichen.

Dichte-basierteAlgorithmen weisendengro�en Vorteil auf, dasssieClus-
ter beliebiger Formen entdecken k•onnen, w•ahrend andereAlgorithmen mit
nicht-konvexen Clustern erhebliche Probleme haben. Des Weiteren lassen
sich dieseAlgorithmen mit speziellenDatenstrukturen sehr e�zien t imple-
mentieren, so dass sie auch f•ur gr•o�ere Datenmengen geeignet sind. Der
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gr•o�te Nachteil dichtebasierter Verfahren ist jedoch die starke Abh•angigkeit
desClusteringergebnissesvon ihren Eingabeparametern.Iterativ eVerfahren
weisen als •ahnlichen Nachteil die Notwendigkeit auf, dass die gew•unschte
Clusteranzahl a priori bekannt sein muss.

Tabelle 1.1 fasst den qualitativ en Vergleich zusammen.

iterativ hierarchisch dichte-basiert
Skalierbarkeit - - +
Nicht-konvexeCluster - - +
Eingabeparameter - + -

Tabelle 1.1: Vergleich der Clusterstrategien

1.7 Zusammenfassung

DiesesKapitel hat die Clusteranalyseals Technik zur un•uberwachten Grup-
pierung von Daten vorgestellt und die Begri�e Clustering und Cluster formal
de�niert. DesWeiteren wurden euklidischeDaten und •Ahnlichkeitsdaten als
wichtige Formate f•ur Clusterprobleme vorgestellt.

Es wurden Beispielezu Einsatzgebietender Clusteranalysegegeben und
deren Funktionsweisedemonstriert.

Des Weiteren wurden •Uberlegungenzur Komplexit •at des Clusterpro-
blems angestellt und somit der Bedarf an leistungsf•ahigen Clusteralgorith-
men begr•undet.

Zuletzt wurde eine Taxonomie zur Zeit existierender Algorithmen vor-
gestellt und die wichtigsten Kategorien erl•autert.
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Kapitel 2

Dic hte

Die Intention diesesKapitels ist es, dem Leser ein Gef•uhl f•ur den Begri�
der Dichte zu vermitteln.

Nach einerkurzen Einf •uhrung in die dichtebasierteClusteranalysein Ab-
schnitt 2.1 wird in Abschnitt 2.2 der Unterschied zwischen parametrischen
und nicht-parametrischen Methoden in der Statistik dargelegt.

Als einesder einfachsten Mittel zum Sch•atzen der Dichte wird in Ab-
schnitt 2.3 das Histogramm anhand einer eindimensionalenZufallsstichpro-
bevorgestellt. Mit diesemGrundwissenwird die De�nition desHistogramms
auf den mehrdimensionalenRaum ausgeweitet.

Die Simplizit •at des Histogramms wird mit einigen Nachteilen erkauft,
welcheder Kerndichtesch•atzer nicht mit sich bringt. Abschnitt 2.4stellt des-
halb denKerndichtesch•atzer als verbessertesWerkzeugzur Dichtesch•atzung
vor.

Abschlie�end wird in Abschnitt 2.5 ein anschaulicher Bezug zur dichte-
basierten Clusteranalyse genommenund mit verschiedenenBeispielen de-
monstriert.

2.1 Einf •uhrung

Die Idee der dichtebasierten Clusteranalyse ist es,Regionenim Merkmals-
raum zu bestimmen, die eine hohe Anzahl von Objekten (also eine hohe
Dichte) aufweisen.Gleichzeitig sollten dieseRegionen jedoch durch Berei-
che mit einerkleinen Anzahl von Objekten (geringeDichte) abgegrenztsein.

Der ersteSchritt der dichtebasiertenClusteranalyseist deshalbeineBe-
stimmung der verschiedenenDichten im Merkmalsraum. Nat •urlich ist vor

15



16 KAPITEL 2. DICHTE

Durchf•uhrung der Clusteranalyseunbekannt, wo sich Clusterkandidaten be-
�nden werden.Es lassensich deshalbkeineabgegrenztenBereiche festlegen,
f•ur die Dichtewerte im Sinne der Formel

Dichte =
Anzahl Objekte

EinnehmenderFl•acheninhalt

berechnet werden sollten.
Die L•osung f•ur dieseKon
ikt ist die Bestimmung der Dichte im statis-

tischen Sinn, also die Bestimmung der Dichteverteilung der Problemdaten.
Diese Bestimmung kann sowohl parametrisch als auch nicht-parametrisch
durchgef•uhrt werden. Im n•achsten Abschnitt werden beide Methoden ver-
glichen.

2.2 Parametisc he und nicht-parametrisc he
Dic htesch•atzung

Gegeben sei eine Zufallsvariable X , die einer unbekannten, stetigen Ver-
teilungsfunktion F (x) = P(X � x) gen•ugt und f•ur die die Dichte f mit
F (x) = P(X � x) =

Rx
�1 f (t)dt gesch•atzt werden soll. Dabei gilt f•ur die

Dichte:

f (x) � 0;
Z 1

�1
f (x)dx = 1

Parametrisc he Dic htesch•atzung

Bei der parametrischen Dichtesch•atzung wird vorausgesetzt,dassbekannt
ist, welcher Verteilungsfunktion X gen•ugt, jedoch nicht, wie die Daten ver-
teilt sind.

Ist beispielsweise bekannt, dass die unbekannte Zufallsvariable X der
Normalverteilung

F (x) = P(X � x) =
1

�
p

2�

Z x

�1
e� ( t � � ) 2

2 � 2 dt

gen•ugt, so reicht es aus, den Erwartungswert � sowie die Streuung � 2 zu
bestimmen, um die unbekannte Dichte

f (t) =
1

�
p

2�
e� ( t � � ) 2

2 � 2

sch•atzen zu k•onnen.
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Diese Methode birgt jedoch den entscheidenden Nachteil, dass schon
geringe Abweichungen zwischen der erwarteten und der tats•achlichen Ver-
teilungsfunktion zu sehr schlechten Ergebnissenf•uhren k•onnen.

Nic ht-parametrisc he Dic htesch•atzung

DiesenNachteil haben die nicht-parametrischeMethodenhingegennicht, da
sie keine Annahmen •uber die Verteilungsfunktion von X tre�en und somit
wesentlich 
exibler als parametrische Methoden sind. Alle Informationen
zur Bestimmung der Dichte wird aus den Daten selber gewonnen.

Nicht-parametrische Methoden eignensich daher besondersf•ur Proble-
me, f•ur die a priori keineVorhersagen•uber die Verteilungsfunktion gemacht
werdenk•onnen,siesind alsopr•adestiniert f•ur die variantenreichenProbleme
der Clusteranalyse.

Im n•achsten Abschnitt wird das Histogramm als eine der einfachsten
Methoden der parameterlosenDichtesch•atzung vorgestellt.

2.3 Das Histogramm als einfacher Dic h-
tesch•atzer

Die Aufgabe einesHistogramms ist es, die unbekannte Dichte f einer ste-
tigen Verteilung X zu bestimmen. Dabei wird nicht vorausgesetzt,dassd
eine bestimmte parametrische Gestalt, wie etwa die Normalverteilung, hat.

Der Einfachheit halber wird das Histogramm zun•achst im eindimen-
sionalen Raum de�niert; im weiteren Verlauf wird die De�nition auf den
mehrdimensionalenRaum erweitert.

Um ein Histogramm zur Sch•atzung von f zu berechnen, wird eine Zu-
fallsstichprobe X 1; : : : X n aus X ben•otigt. Der Kerngedanke des Histo-
grammsist esnun, dasIntervall [X min ; : : : ; X max ] dieserDaten in k disjunk-
te Teilintervalle, auch Klassenoder Bins genannt, der Breite h zu zerlegen.
Ausgehendvon einem Startpunkt x0 ist das Intervall der m-ten Klasse

� m (h) = [x0 + (m � 1)h; x0 + mh];

mit 1 � m � k (sieheAbb. xx).
Die Idee des Histogramms ist es nun zu z•ahlen, wieviele Datenpunkte

sich in den verschiedenenKlassenbe�nden. Die Daten werdenalsodiskreti-
siert. Die Klassenh•au�gk eit n i , also die Anzahl der Datenpunkte in Klasse
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Abbildung 2.1:DasHistogramm alsSummegestapelter Bl •ockeauf denKlas-
senmitten der Klassender jeweiligen Beobachtungen. (Quelle: [19])

i , l•asst sich dann wie folgt berechnen:

nm =
nX

i =1

1X i 2 � m (h) :

Mit Hilfe dieser Klassenh•au�gk eiten l•asst sich nun an Stelle x die Dichte
sch•atzen:

f (x) =
1

nh
� (nm j x 2 � m (h)) :

Die Normierung, also das Dividieren durch nh, mussdurchgef•uhrt werden,
damit die Dichte die Anforderungen

f (x) � 0;
Z X max

X min

f (x)dx = 1

erf•ullt.
Gra�sch betrachtet wird f•ur jeden Datenpunkt ein Block mit der Fl•ache

1=n und der Breite h auf der Klassenmitte gestapelt, in der der Punkt
liegt. Die Kreuze an der Abszisseder Diagramme in Abb. 2.1 stellen die
Datenpunkte dar. Je mehr Datenpunkte in einer Klasse liegen, desto mehr
Bl•ockewerdenaufeinandergestapelt. Die Fl •acheder Rechteckeder einzelnen
Klassen, die sich als die Summe der Fl•achen der •ubereinandergestapelten
Bl•ocke ergeben, repr•asentieren dann die Klassenh•au�gk eit (vgl. [10]). Wie
ein Histogramm die zugrunde liegenden Daten darstellt, h•angt von zwei
Parametern ab: Klassenbreite h und Ursprung x0. Abb. 2.2 und 2.3 zeigen,
wie die beidenParameterdasHistogramm beein
ussen.Es gibt verschiedene
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Abbildung 2.2: Ein
uss der Bandbreite: Histogramme f•ur denselben Daten-
satz mit h = 50; 100; 150; 200
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Abbildung 2.3: Ein
uss desUrsprungs: Histogramme f•ur denselben Daten-
satz mit x0 = 0; 25; 50; 75 und h = 100
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Abbildung 2.4: Kerndichtesch•atzer mit Kernfunktion: Dichte der Standard-
normalverteilung. Quelle: [19]

Verfahren zur Bestimmung von h und zur Minimierung des Ein
usses von
x0 auf das Histogramm. Dazu sei auf entsprechende Literatur verwiesen
([10],[19],[9]).

Mehrdimensionale Histogramme

Analog zum eindimensionalenFall, in dem der Merkmalsraum in k Klassen
der Breite h aufgeteilt wird, wird der d-dimensionaleMerkmalsraum in d� k
Bereiche aufgeteilt. F•ur d = 2 kann man sich ein zweidimensionalesBild
vorstellen •uber das zur Klasseneinteilung ein Gitter gelegt wird. Um die
Klassenh•au�gk eiten zu z•ahlen, w•urden dann •uber jedem Gitterfeld W•urfel
gestapelt.

2.4 Kerndic htesch•atzer

Ein Histogramm hat zwei entscheidendeNachteile. Zum Einen �ndet ein In-
formationsverlust durch die Diskretisierung der urspr•unglichen Daten statt.
Des Weiteren ist das Histogramm ein Werkzeug zur Sch•atzung von steti-
gen Dichtefunktionen, es ist selbst jedoch unstetig. Um diese Schw•achen
auszugleichen, werden Kerndichtesch•atzer eingesetzt.

Im Gegensatzzum Histogramm verwendet ein Kerndichtesch•atzer kei-
ne Bl•ocke, die •ubereinandergestapelt werden. Die Verbesserungbesteht in
der Benutzung von Kernfunktionen, die •uber jede Beobachtung gestapelt
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werden. Diesem•ussendie Eigenschaften einer Dichtefunktion

f (x) � 0;
Z 1

�1
f (x)dx = 1

erf•ullen. Abb. 2.4 zeigt als Beispiel einen Kerndichtesch•atzer, der als Kern-
funktion die Dichte der Standardnormalverteilung verwendet:

� (x) =
1

p
2�

e� 1
2 x 2

:

Es ist deutlich zu erkennen, dass es sich um eine stetige Dichtesch•atzung
handelt und kein Treppene�ekt wie beim Histogramm zu erkennenist.

Im n•achstenAbschnitt soll unter VerwendungeinerDichtesch•atzung von
Problemdaten mit Hilfe einesKerndichtesch•atzersdie Ideeder dichtebasier-
ten Clusteranalysedargelegt werden.

2.5 Dic htebasierte Clusteranalyse

Um ein Gef•uhl daf•ur zu bekommen, wie die Kenntnis der Dichtevertei-
lung einer Datenmengef•ur die Clusteranalyseausgenutzt werdenkann, wird
im Folgendendas Beispiel der karibischen Inseln aus Abschnitt 1.4 weiter-
gef•uhrt.

Abb. 2.5a) zeigt die Dichtesch•atzung der Karte, welche die karibischen
Inseln zeigt (vgl. Abb. 1.1), die durch Einsatz eines Kerndichtesch•atzers
(Kernfunktion: Dichte der Standardnormalverteilung) ausden entsprechen-
den Daten (vgl. Abb. 1.2) ermittelt wurde.

Um sich nun die Vorgehensweiseder Clusteranalyseanhand dieserDich-
teverteilung verst•andlich zu machen, ist eshilfreich sich vorzustellen, diese
Dichteverteilung w•urde mit Wasserbef•ullt. Wird Wasserabgelassen,treten
zuerst die h•ochsten Spitzen der Dichteverteilung aus der Wasserober
 •ache
hervor wie in Abb. 2.5b zu sehenist.

Ein Algorithm us k•onnte bildlich gesprochen so vorgehen, dass er das
Wasserzu einem gewissenTeil abl•asst und die Spitzen, die separat, dh. ge-
trennt voneinander durch Wasser,aus der Wasserober
ache hervortreten,
in einzelneCluster klassi�ziert. Abb. 2.5cbeispielsweisezeigt einenWasser-
stand, bei dem die Dominikanische Republik und Kuba in einzelneCluster
angeordnetw•urden - eine durchaus sinnvolle Klassi�k ation.

Abb. 2.5c jedoch macht eine Problematik des dichte-basierten Cluste-
rings erkennbar. Um die Insel Puerto Rico entdecken zu k•onnen, muss der
Wasserspiegelsehr weit abgesenktwerden. Dann aber sind Kuba und die
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Dominikanische Republik nicht mehr durch Wasservoneinander getrennt
und werden einem gemeinsamenCluster zugeordnet.

Betrachtet man die H•ohe, auf die der Wasserspiegelabgelassenwird,
als Eingabeparameterf•ur einendichte-basiertenClusteringalgorithmuswird
deutlich, dass das Clusteringergebnis sehr stark von diesem Parameter
abh•angt.

In dem n•achsten Kapitel wird der Algorithm us DBSCAN vorgestellt,
der diesenVorgangdesdichte-basiertenClusterings auf einemheuristischen
Weg nachzubilden versucht.

2.6 Zusammenfassung

DiesesKapitel hat den Begri� der Dichte im statistischen Sinne erl•autert
und das Histogramm als einfachstes Werkzeug zum Sch•atzen der Dichte-
verteilung einer Zufallsvariablen vorgestellt. Danach wurde der Kerndich-
tesch•atzer als Verbesserungdes Histogramms eingef•uhrt, der Kernfunktio-
nen, welche den Bedingungen einer Dichtverteilung gen•ugen m•ussen,ver-
wendet. Abschlie�end wurde die Idee der dichtebasierten Clusteranalyse
beispielhaft erl•autert.
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Dominikanische Republik

Dominikanische Republik

Kuba

Dominikanische Republik

Kuba

Puerto Rico

a) b)

c) d)

Dominikanische Republik

Dominikanische Republik

Kuba

Dominikanische Republik

Kuba

Dominikanische Republik

Kuba

Puerto Rico

Dominikanische Republik

Kuba

Puerto Rico

a) b)

c) d)

Abbildung 2.5: a) Dichtesch•atzung der karibischen Inseln mittels Kerndich-
tesch•atzer (Kernfunktion: Standardnormalverteilung). b) Wasserspiegelist
gerade soweit abgesenkt, dass die Dominikanische Republik auftaucht. c)
Die Dominikanische Republik und Kuba sind durch Wasserklar voneinan-
der getrennt. d) Der Wasserspiegelwird weiter abgesenkt,so dassPuerto
Rico auftaucht. Die Dominikanische Republik und Kuba bilden jetzt jedoch
ein Cluster.



Kapitel 3

DBSCAN

Der Name DBSCAN ist eine Abk •urzung f•ur \ D ensity-B ased Spatial
Clustering of A pplications with N oise.\ 1

Die wesentlichen Zielsetzungenvon DBSCAN sind dreigeteilt:

� Minimales D•omanenwissenerforderlich, um die Eingabeparameterzu
bestimmen

� Entdeckung von Clustern beliebiger Form

� Gute Performancebei gro�en Datenmengen(Datenbanken)

Dieses Kapitel stellt den Algorithm us DBSCAN vor. Abschnitt 3.1
erl•autert die Strategie, die DBSCAN zur Clusteranalyse verfolgt. In Ab-
schnitt 3.2 wird der Algorithm us als Pseudocode vorgestellt und die Funk-
tionsweiseerl•autert. Abschnitt 3.3verdeutlicht die theoretischen •Uberlegun-
gen mit einem praktischen Beispiel f•ur eine Clusteranalysemit DBSCAN.

3.1 Clusterstrategie

3.1.1 Problemdaten

Es sei angenommen,dassdie Problemdaten eine Menge von Punkten dar-
stellen, die in einer Datenbank D enthalten sind. Diese Punkte be�nden
sich im euklidischen Raum mit beliebiger Dimension k und einer darauf
de�nierten Metrik d : D � D ! R.

1etwa: Dichte-basierte r•aumlic he Clusteranalyse f•ur Anwendungen mit Rauschen.

25
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In den folgenden Abbildungen und Beispielen wird die Funktionsweise
von DBSCAN im 2-dimensionalenRaum mit euklidischer Metrik demons-
triert.

3.1.2 Strategie

In Kapitel 2 wurde der Kerngedankeder dichtebasiertenClusteranalysevor-
gestellt: die Punktdichte innerhalb eines Clusters sollte bedeutend h•oher
sein, als au�erhalb desClusters. Des Weiteren sollten Bildpunkte, die sinn-
vollerweisekeinem Cluster zugeordnetwerden k•onnen, als Rauschen2 iden-
ti�ziert werden. Diese Idee verfolgt DBSCAN durch die Analyse der Um-
gebungen der einzelnen Punkte. Die folgenden De�nitionen bereiten die
Einf •uhrung der Begri�e DBSCANCluster3 und Noise vor, so dassdie Stra-
tegie von DBSCAN formalisiert werden kann.

De�nition 4 (� -Umgebung)Die � -Umgebungeines Punktes p , bezeichnet
als N � (p), sei wie folgt de�niert: N � (p) = f q 2 D j d(p;q) � � g.

Die verwendete Metrik d legt die Form der � -Umgebung fest. Wird die
Manhatten-Distanz benutzt, hat die � -Umgebungquadratische Umrisse;die
euklidische Distanz f•uhrt zu einer Hypersph•are.

DBSCAN untersucht die � -Umgebung aller Punkte aus D. Ein naiver
Algorithm us k•onnte lediglich fordern, dass sich in der � -Umgebung jeden
Punktes in einem Cluster eine Mindestanzahl von Punkten (M inP ts) be-
�nden m•ussen.Dies ist jedoch eine zu verallgemeinerndeVorgehensweise,
denn eskann zwischenzwei Arten von Punkten einesClusters unterschieden
werden:

� Punkte Innerhalb desClusters (Kernpunkte),

� Punkte am Rand desClusters (Randpunkte).

De�nition 5 (Kernpunkt, core(D)) Ein Kernpunkt p 2 D ist ein Punkt,
f•ur den die Bedingung jN � (p)j � M inP ts erf•ullt ist. Weiterhin enthalte die
Menge core(D) = f p j p 2 D ^ jN � (p)j � M inP tsg alle Kernpunkte aus D.

•Ublicherweise be�nden sich in der � -Umgebung eines Kernpunktes weit
mehr Punkte als in der � -Umgebung einesRandpunktes. Um trotzdem zu

2engl.: Noise.
3Da in De�nition 1 der Begri� Cluster schon allgemein de�niert wurde, soll hier der

Begri� DBSCANCluster als Interpretation des Algorithm us DBSCAN verwendet werden,
um Mehrdeutigk eiten vorzubeugen.
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gew•ahrleisten, dass alle Punkte dem Cluster hinzugef•ugt werden, m•usste
der M inP ts-Parameter sehr klein gew•ahlt werden, so dass er nicht mehr
charakteristisch f•ur das Cluster w•are.

Die folgenden De�nitionen bereiten eine sinnvollere De�nition eines
DBSCANClusters vor.

De�nition 6 (Dir ekteErreichbarkeit) Ein Punkt p ist direkt erreichbar von
einem Punkt q bez•uglich � und MinPts, wenn
1) p 2 N � (q) und
2) q ein Kernpunkt ist.

O�ensichtlich ist direkte Erreichbarkeit symmetrisch f•ur zwei Kernpunkte,
f•ur einen Kern- und einen Randpunkt hingegenist sie asymmetrisch.

Abbildung 3.1: a) Randpunkt p, Kernpunkt q b) Asymmetrische Fall der
direkten Erreichbarkeit: p ist direkt erreichbar von q, jedoch ist q nicht
direkt erreichbar von p. Quelle: [6]

De�nition 7 (Err eichbarkeit) Ein Punkt p ist erreichbar von einem Punkt
q bez•uglich � und MinPts, wenn eseinen Weg von Punkten p1; : : : ; pn ^ p1 =
q ^ pn = p gibt, so dasspi +1 direkt-erreichbar von pi ist.

Erreichbarkeit ist eine asymmetrische, transitiv e Erweiterung der direkten
Erreichbarkeit. Abb. 3.1 zeigt einige Beispielezur Erreichbarkeit.

Zwei Punkte desselben Clusters C, die keine Kernpunkte und deshalb
Randpunkte sind, sind gegenseitignicht erreichbar. Allerdings musseseinen
Kernpunkt in C geben, von dem ausbeideRandpunkte erreichbar sind. F•ur
dieseF•alle wird die Verbundenheit eingef•uhrt.

De�nition 8 (Verbundenheit)Ein Punkt p ist verbundenmit einem Punkt
q bez•uglich � und MinPts, wenn es einen Punkt o gibt, so dasssowohlp als
auch q von o bez•uglich � und MinPts erreichbar sind.

Verbundenheit ist eine symmetrische Relation. F•ur erreichbare Punkte ist
sie dar•uberhinaus re
exiv (vgl. Abb. 3.2).
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Abbildung 3.2: a) Asymmetrischer Fall der Erreichbarkeit: p ist erreichbar
von q; q ist jedoch nicht erreichbar von p. b) Die Randpunkte p und q sind
miteinander •uber den Kernpunkt o verbunden. Quelle: [6]

Mit den Begri�en Erreichbarkeit und Verbundenheit als Grundlage ist
esnun m•oglich, die Interpretation desAlgorithm us DBSCAN von Clustern
und Rauschen zu formalisieren.

De�nition 9 (DBSCANCluster) Sei D eine Datenbank mit Punkten. Ein
DBSCANCluster C bez•uglich � und MinPts ist eine nicht-leere Teilmenge
von D, welchedie folgendenBedingungenerf•ullt:
1) 8p;q : p 2 C ^ q ist erreichbar von p bez•uglich �; M inP ts ) q 2 C
(Maximalit •at)
2) 8p;q 2 C : p ist verbundenmit q bez•uglich �; M inP ts. (Konnektivit •at)

De�nition 10 (Noise) Seien C1; : : : ; Ck DBSCANCluster der Datenbank
D bez•uglich � i ; M inP ts i ; i = 1; : : : ; k. Dann sei noise := f p 2 D j 8i : p =2
Ci g:

Ein DBSCANCluster stellt also eine Menge von bez•uglich � und M inP ts
verbundenenPunkten dar. Noise hingegenbeinhaltet alle •ubrigen Punkte
aus D, die aufgrund dieser De�nition keinem Cluster zugeordnet werden
k•onnen.

Es ist anzumerken,dassein DBSCANCluster mindestensM inP ts Punk-
te enth•alt. Diese Behauptung kann wie folgt bewiesenwerden. Ein DB-
SCANCluster C enth•alt mindestenseinen Punkt p. Per De�nition muss p
mit sich selbst •uber einen beliebigen Punkt o 2 C verbunden sein (wobei
p = o gelten kann), weshalbo ein Kernpunkt ist. Da sich in der � -Umgebung
von o mindestensM inP ts Punkte be�nden, folgt jCj � M inP ts.

Im n•achsten Abschnitt wird DBSCAN als Pseudocode vorgestellt. Um die
Korrektheit des Algorithm us zu zeigen,werden zuvor noch einige •Uberle-
gungenangestellt.

Sind die Parameter � und M inP ts gegeben, kann ein Cluster C in zwei
Schritten entdeckt werden.Zuerst wird ein beliebigerPunkt p 2 core(D), zu
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C hinzugef•ugt. Alle weiteren Punkte ausD werden ebenfalls C zugeordnet,
falls sie von p aus erreichbar sind. DieseVorgehensweisesetzt voraus, dass
jedesCluster eindeutig mittels einesbeliebigen,diesemCluster zugeh•origen
Kernpunktes ermittelt werden kann.

Lemma 1 Sei p 2 core(D). Dann bildet die Menge O = f o j o 2 D ^ o
ist erreichbar von p bez•uglich � und M inP tsg ein Cluster bez•uglich � und
M inP ts.

Jeder Punkt in C ist erreichbar von jedem der Kernpunkte p 2 core(C).
Deshalb enth•alt C genaudie Punkte, die von einem beliebigenKernpunkt
p 2 core(C) erreichbar sind.

Lemma 2 Sei C ein Cluster bez•uglich � und M inP ts und sei p 2 core(C)
ein beliebiger Kernpunkt aus C. Dann ist C gleich der Menge O = f o j o 2
D ^ o ist erreichbar von p bez•uglich � und M inP tsg

3.2 Algorithm us

Im Folgendenwird DBSCAN als Pseudocode vorgestellt. Dabei wird nicht
auf Implementierungsdetails, wie verwendeteDatenstrukturen, eingangen.

Algorithm us DBSCAN.
Eingabe: Punktmenge P, � , MinPts.
Ausgabe: Eine Funktion c : P ! N, die jedem Punkt eine Clusternummer
zuordnet.

(01) Cluster I d := 1
(02) UN CLAS SI F I ED := � 1; N OI SE := � 2
(03) 8p 2 P do c(p) := UN CLAS SI F I ED enddo
(04) 8p 2 P do
(05) if c(p) = UN CLAS SI F I ED then
(06) if ExpandCluster (P; p;Cluster I d; �; M inP ts) = tr ue then
(07) Cluster I d := Cluster I d + 1
(08) endif
(09) endif
(10) enddo
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Zun•achst wird jeder Punkt der Datenbank D als unklassi�ziert gekennzeich-
net (03). In der Hauptschleife besucht DBSCAN jeden Punkt, der noch als
unklassi�ziert markiert ist, genaueinmal. F•ur jeden dieserPunkte wird die
folgendeFunktion ExpandCluster aufgerufen(06).

Funktion ExpandCluster.
Eingabe: P; Cur rentP oint; Cluster I d; �; M inP ts.
Ausgabe: f tr ue; f alseg.

(01) seeds:= regionQuer y(P; Cur rentP oint; � )
(02) if jseedsj < M inP ts then
(03) c(Cur rentP oint ) := N OI SE
(04) return f alse
(05) else
(06) 8p 2 P do c(p) := Cluster I d enddo
(07) seeds:= seedsn Cur rentP oint
(08) while seeds6= ? do
(09) p := seeds:fir st()
(10) result := regionQuer y(P; p; � )
(11) if jr esult j � M inP ts then
(12) 8ResPoint 2 P do
(13) if c(ResPoint ) 2 f UN CLAS SI F I ED; N OI SEg then
(14) if c(ResPoint ) = UN CLAS SI F I ED then
(15) seeds:= seeds[ ResPoint
(16) endif
(17) c(ResPoint ) := Cluster I d
(18) endif
(19) enddo
(20) endif
(21) seeds:= seedsn p
(22) enddo
(23) return tr ue
(24) endif

In Zeile (01) wird mit dem Aufruf regionQuery die � -Umgebung des aktu-
ellen Punktes Cur rentP oint untersucht. Handelt essich bei Cur rentP oint
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um einen Kernpunkt, dann werden die Punkte in dieser Umgebung der
seeds-Listehinzugef•ugt, andernfalls wird Cur rentP oint als Noise klassi�-
ziert. Sollte es sich bei diesem Punkt jedoch nicht um Rauschen sondern
um einen Randpunkt handeln, dann wird seineKlassi�zierung im weiteren
Verlauf noch einmal ge•andert.

Die � -Umgebungenaller Punkte in seedswerdenmit dem Aufruf region-
Query untersucht (10); alle neu gefundenenPunkte, welche noch unklassi�-
ziert sind, werden seedsebenfalls hinzugef•ugt (15). Sollte ein Punkt gefun-
den werden,der bereits als Noiseklassi�ziert wurde, so wird er statt dessen
dem aktuellen Cluster zugeordnet (17). Auf dieseWeisesucht der else-Teil
der if-Anweisung(05)-(23) alle von Cur rentP oint erreichbaren Punkte. Da
dieser else-Teil nur ausgef•uhrt wird, sofern es sich bei Cur rentP oint um
einen Kernpunkt handelt, wird immer ein vollst•andigesCluster gefunden,
wie Lemma 2 beweist.

Komplexit •at

Die Laufzeit von DBSCAN h•angt im Wesentlichen von der Umsetzung der
Funktion regionQuery ab. Eine naive Implementierung etwa, die f•ur jeden
Punkt aus D •uberpr•ufen muss, ob er in der � -Umgebung des zu untersu-
chendenPunktes liegt, ben•otigt n Operationen f•ur eine query. Da f•ur jeden
Punkt ausD h•ochstenseinmal regionQueryaufgerufenwird, ergibt sich eine
Gesamtlaufzeit von O(n2).

Eine e�zien tere Implementierung von regionQuery l•asst sich mit kom-
plexeren Datenstrukturen wie etwa dem R � -Tree (vgl. [4], [8]) realisieren,
der lediglich O(log n) Schritte zur Ermittlung der � -Umgebungben•otigt, so
dassdie Gesamtlaufzeit auf O(n logn) verbessertwerden kann.

3.3 Beispiel

Abb. 3.3 und 3.4 zeigenein Beispiel f•ur eineClusteranalysemit DBSCAN.

3.4 Zusammenfassung

In diesemKapitel wurde der Algorithm usDBSCAN vorgestellt. Dazu wurde
die Strategie erl•autert, welche DBSCAN verfolgt, und wichtige Begri�e wie
� -Umgebung, Kernpunkt, DBSCANCluster und Noise einf•uhrt. Der Algo-
rithm us wurde als Pseudocode dargestellt und die Funktionsweiseanhand
einesBeispielsdemonstriert.
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Abbildung 3.3: Beispiel f•ur den Algorithm us DBSCAN 1/2
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Abbildung 3.4: Beispiel f•ur den Algorithm us DBSCAN 2/2
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Kapitel 4

Ma jorClust

MajorClust ist ein Clusteralgorithmus, der an der Universit•at Paderborn
entwickelt wurde. Dieser Algorithm us betrachtet die Objekte, die klassi-
�ziert werden sollen, als geschlossenesSystem, in dem eine Struktur auf-
gedeckt werden soll. Durch eine lokale Heuristik approximiert MajorClust
eineMaximierung desG•utema�es \ gewichteter partieller Kantenzusammen-
hang\ �, welches die Qualit •at einesClusterings, also einer Strukturierung
desgeschlossenenSystems,angibt.

In diesemKapitel wird der Algorithm us MajorClust angelehnt an [16] vor-
gestellt:

� Abschnitt 4.1 veranschaulicht die Betrachtung der Problemdaten als
geschlossenesSystem mit einer praktischen Problemstellung. Danach
wird die Strategie von MajorClust erl•autert, wobei insbesondersauf
den \ gewichteten partiellen Kantenzusammenhang\ � eingegangen
wird.

� In Abschnitt 4.2 wird MajorClust als Pseudocode vorgestellt. Dabei
werdenBesonderheitendesAlgorithm ussowie dessenKomplexit •at be-
leuchtet.

� Abschnitt 4.3schlie�t dasKapitel mit einer beispielhaftenClusterana-
lyse mit MajorClust ab.

35
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4.1 Clusterstrategie

Im Gegensatzzur Vorgehensweisevon DBSCAN betrachtet der Algorith-
mus MajorClust die Objekte, die geclustert werdensollen,als geschlossenes
System. Ein solches System wird als ungerichteter Graph dargestellt, der
gewichtete oder ungewichtete Kanten haben kann. Ziel von MajorClust ist
es,Strukturen in diesemGraph und somit in dem geschlossenenSystemzu
identi�zieren. Die Komponenten der gefundenenStruktur bilden dann die
Cluster.

Im Folgenden werden Vorbereitungen getro�en, um den Begri� Struktur
formalisieren zu k•onnen.

4.1.1 Problemdaten

Es sei angenommen,dassdie Problemdaten eine Menge X von Objekten
darstellen. Auf dieserMengeX seiein •Ahnlichkeitsma� d de�niert (vgl. 1.3).
Die Funktionen f und g bilden die Daten auf einen Graphen G = hV; E ; wi
ab:

1. f : X ! V ist eine bijektiv e Funktion welche jedesObjekt aus x 2 X
auf einen Knoten v 2 V abbildet.

2. g : X � X � R ! V � V � R ist eine surjektive Funktion, welche
die paarweisen •Ahnlichkeiten der Objekte auf die Kanten zwischen
den entsprechendenKnoten abbildet. Dabei wird nicht gefordert, dass
der Graph vollst•andig ist, d. h. (8h(x; y); d(x; y)i mit x; y 2 X und
d(x; y) 2 R) ) (9he;w(e)i mit e = (f (x); f (y)) 2 E und w(e) 2 R)
mussnicht erf•ullt sein.

An wendungsb eispiel: Dokumen tenmo delle

Im Bereich des Information Retrieval werden Dokumentenmodelle verwen-
det, um Dokumente (Texte) zu abstrahieren. Ein h•au�g verwendetesDo-
kumentenmodell ist das Vektorraummodell, welches n Dokumente dj als
m-dimensionaleVektoren ~dj = (w1;j ; w2;j ; : : : ; wm;j ) darstellt, wobei m die
Anzahl der verschiedenenWorte im Vokabular bezeichnet, also die Worte,
die in den Dokumenten vorkommen.

Bei der einfachsten Vektordarstellung, der bin•aren Gewichtung, bezeich-
net der i -te Eintrag im Vektor des Dokuments, ob das i-te Wort des Vo-
kabulars in diesemDokument vorkommt oder nicht. Eine Erweiterung ist
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die t�df-Gewic htung, bei der die Eintr •age der Vektoren eine Kombination
aus den normalisierten Worth •au�gk eiten tf 1 und den inversenDokumen-
tenh•au�gk eiten idf 2 darstellen.

Mit Hilfe einer Funktion ' : ( ~d1; ~d2) 7! [0;1] kann dann die •Ahnlichkeit
zweier Dokumente d1 und d2 berechnet werden. H•au�g wird das wie folgt
de�nierte Kosinusma� verwendet:

' (d1; d2) =
h~d1; ~d2 i

jj ~d1 jj � jj ~d2jj
;

wobei h~d1; ~d2i = ~d1
T ~d2 das Skalarprodukt und jj ~djj die euklidische Distanz

bezeichnen. Die •Ahnlichkeit zweier Dokumente aus einer Kollektion mit n
Dokumenten und einem Vokabular mit m W•orten berechnet sich also mit

' (d1; d2) =

P m
i =1 wi; 1 � wi; 2

� P m
i =1 w2

i; 1

� 1=2
�
� P m

i =1 w2
i; 2

� 1=2
:

Die Aufgabe, welche die Clusteranalyse in diesemAnwendungsbeispiel zu
l•osenhat, ist eineautomatischeKategorisierung der Dokumente. Dabei wer-
den keine Kategorien vorgegeben, sondern die Dokumente sollen anhand
ihrer paarweisen •Ahnlichkeiten gruppiert werden. Dazu wird ein ungerich-
teter, gewichteter Graph G konstruiert, welcher f•ur jedesDokument di einen
entsprechendenKnoten vi beinhaltet. Dabei ist G vollst•andig, d. h. zwischen
je zwei Knoten vi ; vj aus G existiert eine Kante, deren Gewicht der •Ahn-
lichkeit ' (di ; dj ) entspricht. DassMajorClust, angewendetauf einensolchen
Graphen, tats•achlich eine Kategorisierung der Dokumente erzeugt, wird in
Abschnitt 4.3 demonstriert.

4.1.2 Strategie

Zun•achst wird die Strategievon MajorClust anhandvon ungewichteten Gra-
phen G = hV; E i beschrieben. Im weiteren Verlauf werden die De�nitionen
auf gewichtete Graphen G = hV; E ; wi erweitert.

Das Verst•andnis des Begri�s Struktur eines Systems basiert auf den
folgendenMerkmalen:

� Modularit •at. Das System (der Graph G = hV; E i ) kann in einzelne
Module (Cluster) zerlegt werden,sodassjedesElement (jeder Knoten

1 tf (term frequency): Normalisierte Anzahl der Vorkommnisse des Wortes im durch
den Vektor repr •asentierten Dokument.

2 idf (in versed document frequency): Anzahl der Dokumente, in denen das Wort vor-
kommt.
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v 2 V ) zu genau einem Cluster geh•ort. Eine solche Modularisierung
wird analog zu De�nition 1 als Clustering bezeichnet3.

� Konnektivit •at. Die Cluster werden implizit durch Ausnutzung der
Konnektivit •at zwischen den Knoten de�niert. Dabei soll die Konnek-
tivit •at zweier Knoten, die dem gleichen Cluster zugeordnet werden,
gr•o�er als die Konnektivit •at zweier Knoten sein, welche unterschied-
lichen Clustern zugeordnetsind.

� Kontraktion. Die Kontraktion von G, d. h. die Substituierung von
Knoten die ein gemeinsamesCluster bilden durch eineneinzelnenKno-
ten, wird als die Struktur von G angesehen.

Gewic hteter partieller Kan tenzusammenhang �

Nachdem der Begri� Struktur informell beschrieben wurde soll im Folgen-
den das Ma� \ Gewichteter partieller Kantenzusammenhang\ � eingef•uhrt
werden, welchesdie G•ute einer Modularisierung desGraphen G, also eines
Clusterings C(G), berechnet. Analog zu De�nition 1.2 wird das Clustering
einesGraphen C(G) de�niert:

De�nition 11 Sei G = hV; E i ein Graph. Ein Clustering C(G) =
(C1; : : : ; Cn ) bezeichnedie Aufteilung von G in n Teilgraphen G(Ci ) in-
duziert durch die Teilmengen Ci mit

S
C i 2 C Ci = V und 8Ci ; Cj 2 C :

Ci \ Cj 6= i = ; . Diese TeilmengenCi werden als Cluster bezeichnet.

Das Ma� � basiert auf dem graphen-theoretischen Konzept desKantenzu-
sammenhangs.

De�nition 12 (Kantenzusammenhang) Der Kantenzusammenhang� (G)
eines Graphen G gibt die minimale Anzahl der Kanten von G an, die
entfernt werden m•ussen, damit G nicht zusammenh•angend ist: � (G) =
min fj E

0
j : E

0
� E und G

0
= hV; E n E

0
i ist nicht zusammenh•angendg.

De�nition 13 (Gewichteter partiel ler Kantenzusammenhang� ) Sei G =
hV; E i ein Graph und sei C = (C1 : : : Cn ) ein Clustering der Knoten von G.
Der gewichtetepartiel le Kantenzusammenhangvon C, �( C), sei de�niert
als

�( C) :=
nX

i =1

jCi j � � (Ci );

3Die Menge D von Ob jekten wird durch die Menge V der Knoten des Graphen G
dargestellt.
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Abbildung 4.1: VerschiedeneClusterings einesGraphen und die zugeh•origen
�-W erte. Quelle: [16]

wobei � (Ci ) den Kantenzusammenhangdes von der Menge Ci induzierten
Teilgraphen G(Ci ) bezeichnet.

Abbildung 4.1 demonstriert den gewichteten partiellen Kantenzusammen-
hand �.

De�nition 14 (Struktur) Sei G = hV; E i ein Graph und sei C � ein Clus-
tering der Knoten von G, welches� maximiert:

�( C � ) � � � := maxf �( C) j C ist ein Clustering von Gg

Die Kontr aktion H = hC � (G); EC � i wird als die Struktur des durch G re-
pr•asentierten Systemsbezeichnet.

Abbildung 4.2 zeigt, wie durch Maximierung von � eine Struktur im zu-
grunde liegendenGraph gefundenwird. Es ist anzumerken, dassdie Anzahl
der Cluster einer Struktur implizit in der De�nition enthalten ist.

Erw eiterung f •ur gewic htete Graphen

� kann leicht zur Verwendung mit gewichteten Graphen erweitert werden.
Dabei wird nicht nur die Existenz einer Kante sondern deren Gewicht zur
Ermittlung von � ber•ucksichtigt. Als Voraussetzungwird der gewichte-
te Kantenzusammenhang~� eingef•uhrt: ~� (G) = min f

P
e2 E 0 w(e) j E

0
�

E und G
0

= hV; E n E
0
i ist nicht zusammenh•angendg:
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Abbildung 4.2: Beispielef•ur die Strukturierung einesGraphen. Quelle: [16]
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Abbildung 4.3: Links: Eindeutige Entscheidung von MajorClust, Rechts:
Zwei m•ogliche Entscheidungen, die zum gleichen �-W ert f•uhren. Quelle:
[16]

Mit Hilfe desgewichteten Kantenzusammenhangsk•onnen die De�nitio-
nen aus diesemAbschnitt auf gewichtete Graphen erweitert werden.

4.2 Algorithm us

Da angenommenwird, dass das Problem der Maximierung von � NP-
vollst•andig ist (siehe Anhang A), wurde der Algorithm us MajorClust ent-
worfen, um die Optimierung von � m•oglichst e�zien t zu approximieren.

Anfangs weist der Algorithm us jedenKnoten von G einemeigenenClus-
ter zu. Es folgen Iterationen, in denen das Clustering optimiert wird. In
jeder Iteration werden alle Knoten besucht. F•ur jeden Knoten wird •uber-
pr•uft, welchesCluster im bishering Clustering die gr•o�te Attraktivit •at auf-
weist. Falls der aktuelle Knoten vi einem anderen Cluster als dem At-
traktivsten zugeordnet ist, wird diese Zuordnung entsprechend ge•andert.
Die Attraktivit •at eines Clusters Ci ergibt sich aus der Summe der Ge-
wichte der Kanten, die von vi zu Knoten aus Ci f•uhren. Formal ausge-
dr•uckt berechnet sich die Attraktivit •at von Cluster Ci f•ur Knoten vi mitP

f w(e) j e = f u; vi g 2 E ^ u 2 Ci g. Optional kann zus•atzlich ein Schwell-
wert t angegeben werden,sodassnur Kanten e ber•ucksichtigt werden,deren
Gewichte w(e) � t sind. (vgl. Zeile 06).

Sollten mehr als ein Cluster die gleiche Attraktivit •at f•ur den aktuellen
Knoten aufweisen,wird einesdieserCluster zufallsig ausgew•ahlt (vgl. Abb.
4.3). Nachdem ein stabiles Clustering gefundenwurde, also sobald in einer
Iteration von MajorClust keine Clusterwechsel mehr stattgefunden haben,



42 KAPITEL 4. MAJOR CLUST

terminiert der Algorithm us.

Im Folgendenwird MajorClust als Pseudocode vorgestellt.

Algorithm us MajorClust.
Eingabe: Ein gewichteter Graph G = hV; E ; wi , Schwellwert t 2 R
Ausgabe: Eine Funktion c : V ! N, die jedem Knoten eine Clusternummer
zuordnet.

(01) n := 0; ready := f alse
(02) 8v 2 V do n := n + 1; c(v) := n enddo
(03) while ready = f alse do
(04) ready := tr ue
(05) 8v 2 V do
(06) c� := i if

P
f w(e) j e = f u; vg 2 E ^ w(e) � t ^ c(u) = ig max.

(07) if c(v) 6= c� then c(v) := c� ; r eady := f alse
(08) enddo
(09) enddo

Die sehr gute Laufzeit von MajorClust wird mit einer Suboptimalit •at
erkauft. Da der Algorithm us auf lokale Entscheidungenbeschr•ankt ist, und
global Eigenschaften, wie etwa denKantenzusammenhang,au�er Acht l•asst,
wird nicht immer die optimale L•osunggefunden.Ein Beispiel f•ur dieseSub-
optimalit •at ist in Abb. 4.4 zu sehen.

Komplexit •at

Die Laufzeit von MajorClust betr•agt �( jE j � jCmax j), wobei Cmax � V ein
maximales Cluster darstellt. In der while-Schleife (03-08) wird jede Kante
von G zweimal untersucht. In jeder Iteration wird ein Cluster um mindes-
tens einenKnoten vergr•o�ert bis keineVer•anderungenmehr statt�nden und
der Algorithm us terminiert. Es kann vorkommen,dassder Algorithm uszwi-
schen zwei oder mehrerenClusterings oszilliert. Das ist jedoch kein schwer-
wiegenderNachteil, da dieseSituationen leicht entdeckt werden k•onnen.
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Abbildung 4.4: Die Beschr•ankung auf lokale Entscheidungen von Ma-
jorClust kann zu suboptimalen �-W erten f•uhren. Quelle: [16]

4.3 Beispiel

DieserAbschnitt illustriert eineClusteranalysemit MajorClust anhand des
praktischen Beispielsder Kategorisierung von Dokumenten, welchesbereits
in Abschnitt 4.1 eingef•uhrt wurde.

Die hier verwendeteDokumentenkollektion D = f d1; d2; : : : ; d8g besteht
aus acht Texten, welche verschiedeneThemen behandeln:

� Autos

{ d1: \ Audi A6 Avant\ (Quelle: www.autobild.de)

{ d2: \ Die Autos von morgen\ (Quelle: www.autobild.de)

{ d3: \ BMW 1er\ (Quelle: www.autobild.de)

� Fussball

{ d4: \ Borussia Dortmund\ (Quelle: www.kicker.de)

{ d5: \ Werder Bremen\ (Quelle: www.kicker.de)

{ d6: \ Bayern M•unchen\ (Quelle: www.kicker.de)

� Tiere

{ d7: \ L•owe\ (Quelle: www.tierenzyklopaedie.de)

{ d8: \ Tiger\ (Quelle: www.tierenzyklopaedie.de)

Im Folgendensoll demonstriert werden,wie MajorClust die entsprechenden
Kategorien Autos, Fussball und Tiere entdeckt.
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Abbildung 4.5: Darstellung der •Ahnlichkeiten der Dokumente eingebettet
mittels MDS im 2-dimensionalenRaum

Zun•achst werden die Dokumente mittels tf-idf-Gewichtung vektorisiert.
Mit Hilfe desKosinusma�es werden dann alle paarweisenDokumenten•ahn-
lichkeit berechnet, die in Tabelle 4.1 dargestellt sind.

d1 d2 d3 d4 d5 d6 d7 d8

d1 1.000
d2 0.337 1.000
d3 0.253 0.210 1.000
d4 0.065 0.017 0.039 1.000
d5 0.127 0.028 0.078 0.298 1.000
d6 0.073 0.025 0.218 0.227 0.249 1.000
d7 0.109 0.063 0.136 0.084 0.123 0.101 1.000
d8 0.080 0.051 0.077 0.034 0.059 0.059 0.478 1.000

Tabelle 4.1: Matrix der paarweisenDokumenten•ahnlichkeiten

In diesem Beispiel sollen die •Ahnlichkeiten visualisiert werden. Dazu
wird die Multidimensionale Skalierung verwendet, um die Werte in den 2-
dimensionalen Raum einzubetten. Abbildung 4.5 zeigt das Ergebnis der
Einbettung.

Abbildung 4.6 demonstriert die Funktionsweisevon MajorClust. Zu Be-
ginn ist jedem Knoten ein eigenesCluster zugeordnet. In jedem Schritt ist
der aktuell von MajorClust besuchte Knoten gelb markiert. Dar•uberhinaus
sind die Attraktivit •aten der benachbarten Cluster angegeben. Die Attrak-
tivit •at einesClusters errechnet sich aus Summeder Kanten vom aktuellen
Knoten zu den Knoten des jeweiligen Clusters. In jedem Schritt wird der
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aktuell besuchte Knoten dem Cluster zugeordnet, welcher die gr•o�te At-
traktivit •at aufweist.

Nach dem letzten Schritt der Clusteranalysezeigt Abbildung 4.6 die �-
Werte der einzelnenCluster. Es ergibt sich eine Summe f•ur das gesammte
Clustering von �( C) = � � = 1; 380+ 0; 956+ 1; 428= 3; 764, was eine Ma-
ximierung des\ gewichteten partiellen Kantenzusammenhangs\ � bedeutet.
MajorClust hat alsoein bez•uglich � optimalesClustering gefunden.Ein Ver-
gleich mit den Dokumenten zeigt au�erdem, dassdas gefundeneClustering
das gew•unschte Ergebnis zeigt.

4.4 Zusammenfassung

In diesemKapitel wurde der Algorithm usMajorClust vorgestellt. Dazu wur-
dezun•achst der Begri� Struktur beschriebenund diesbez•uglich dasOptimie-
rungskriterium \ Gewichteter partieller Kantenzusammenhang\ � de�niert.
Nachdem MajorClust als Pseudocode dargestellt wurde, demonstrierte das
praktische Beispiel \ Dokumentenkategorisierung\ dessenFunktionsweise.
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Abbildung 4.6: Beispiel f•ur eine Clusteranalysemit dem Algorithm us Ma-
jorClust
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Vergleic h der Algorithmen
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Kapitel 5

Testumgebung

Um Experimente mit den Algorithmen DBSCAN und MajorClust
durchf•uhren und miteinander vergleichen zu k•onnen, wurde eine Testum-
gebung in der Programmiersprache Java entwickelt, welche verschiedene
Testszenarienerm•oglicht. DiesesKapitel stellt die Testumgebunganhand
von Klassendiagrammen1 vor und erl•autert einzelneKomponenten:

� Abschnitt 5.1 veranschaulicht die verwendetenFormate, in denendie
Problemdaten abgespeichert werden.

� In Abschnitt 5.2 werden die Implementierungen von DBSCAN und
MajorClust erl•autert.

� Abschnitt 5.3 stellt dasF-Measurevor, ein Clustervalidit •atsma�, wel-
ches die G•ute eines Clusterings bez•uglich eines Referenzclusterings
berechnet.

5.1 Datenformate

In Abschnitt 1.3wurden bereits die beidenDatenformate vorgestellt, die f•ur
die Experimente verwendetwerdensollen:geometrischeDaten und •Ahnlich-
keitsdaten. Die Testumgebungbietet zwei Importierungsm•oglichkeiten, um
die Daten einzulesen.Diese werden in den n•achsten Abschnitten beschrie-
ben.

1Der •Ubersichtlic hkeit halb er zeigen die Klassendiagramme in diesem Kapitel nur die
zum Verst•andnis der einzelnen Komp onenten notwendigen Metho den und Variablen.

49



50 KAPITEL 5. TESTUMGEBUNG

GeometricData

+getPointCount():int

+getPoint(index:int):Point

+regionQuery(p:Point,epsilon:double):Point[]

RTree

-points:Point[]

XPMParser

+getData(file:File):GeometricData

Point

+coordinates:double[]
*

Abbildung 5.1: Klassendiagrammmit den an der Speicherung von geome-
trischen Daten beteiligten Klassen.

5.1.1 Geometrisc he Daten

Die Klasse XPMParserliest XPM-Bilddateien ein und speichert diese als
geometrischeDaten ab. Eine XPM-Datei ist eineText(ASCI I)-Datei, welche
eine m � n Matrix beinhaltet. Jeder Eintrag dieserMatrix entspricht einem
Pixel des kodierten Bildes. XPMParserspeichert f•ur jeden schwarzen Pixel
mit Koordinaten (i; j ); 1 � i � m; 1 � j � n einen zweidimensionalen
Datenpunkt P = (x; y) ab, wobei x = i und y = j gesetzt werden. Es
wird eine neuesObjekt GeometricData erzeugt, welches die Datenpunkte
enth•alt.

Abbildung 5.1 zeigt ein Klassendiagramm,welches die an der Speiche-
rung von geometrischen Daten beteiligten Klassendarstellt.

Die einzelnenDatenpunkte werden in einer Datenstruktur namensR*-
Tree abgespeichert ([4], [8]). Eine Suchanfrage,die als Ergebnis die Punkte
zur•uckliefern soll, die sich in einer bestimmten Region im geometrischen
Raum be�nden, kann der R*-T ree in Zeit O(log n) berechnen (n = Anzahl
Datenpunkte). Eine naive Datenstruktur w•urde hierf•ur O(n) ben•otigen. In
dieserTestumgebungwird die Open-SourceJava-Implementierung vom R*-
Tree namens\ spatialindex\ verwendet [15].

5.1.2 •Ahnlic hkeitsdaten

Die Klasse TfIdf liest Textdateien ein, und wandelt diese mit Hilfe der
t�df Gewichtung in Vektoren um (vgl. Abbschnitt 4.1.1). Dazu wird ein
Vokabular mit m W•ortern verwendet, so dass f•ur jedes Dokument ein
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TfIdf

+getUndirectedGraph(directory:File,dictionary:File):UndirectedGraph

UndirectedGraph

+getVertexCount():int

+getVertex(index:int):Vertex

+getEdgeCount():int

+getEdge(index:int):Edge

Vertex

+getId():int

+getOutgoingEdgeIterator():Iterator

Edge

+getWeight():double

+getIncidentVertex(v:Vertex):Vertex

*

*

Abbildung 5.2: Klassendiagrammmit den an der Speicherung von •Ahnlich-
keitsdaten beteiligten Klassen.

m-dimensionaler Vektor erzeugt wird. Nach der Vektorisierung wird ein
vollst•andiger ungerichteter Graph (Objekt UndirectedGraph ) erstellt. Die-
serenth•alt f•ur jedesDokument di einenKnoten vi . Zwischen je zwei Knoten
vi und vj existiert einegewichtete Kante eij , derenGewicht der •Ahnlichkeit
der Dokumente di und dj entspricht, welche mit Hilfe des Kosinusma�es
berechnet wird. Formal: w(eij ) = ' (di ; dj ). Abbildung 5.2 zeigt das ent-
sprechendeKlassendiagramm.

5.1.3 Datenk onvertierung
•Ahnlic hk eitsdaten =) geometrisc he Daten

Um •Ahnlichkeitsdaten in geometrische Daten zu konvertieren, wird die
Multidimensionale Skalierung verwendet (siehe Anhang B). Dazu besitzt
die Klasse MultiDimensional Scali ng eine Anbindung an das \ R-Tool\
[14], ein Statistikprogramm, welches Implementierungen f•ur verschiedens-
te statistische Verfahren beinhaltet. Der eingesetzteBefehl des \ R-Tools\
ist isoMDS aus dem Paket MASS.

Dem Objekt MultiDimensional Scali ng wird ein UndirectedGraph -
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MultiDimensionalScaling

<< create >>+MultiDimensionalScaling(g:UndirectedGraph,dimension:int):MultiDimensionalScaling

+getScaledData():GeometricData

+getStress():double

UndirectedGraph GeometricData

Abbildung 5.3: Klassendiagrammmit den an der multidimensionalen Ska-
lierung beteiligten Klassen.

Objekt •ubergeben. Zudem wird die Dimension des Raumes •ubergeben,
in den die Daten eingebettet werden sollen. MultiDimensionalS cal in g
erstellt daraufhin eine n � n Matrix mit allen paarweisen •Ahnlichkeits-
werten der n Objekte des Graphen. Diese Matrix wird an den Be-
fehl isoMDS •ubergeben und die multidimensionale Skalierung ausgef•uhrt.
Daraufhin werden die skalierten Daten eingelesen und in einem Ob-
jekt GeometricData gespeichert. Diese geometrischen Daten sowie der
Stress-Wert der eingebetteten Daten stehen dann mit den Methoden-
aufrufen getScaledData(): Geometr icDat a und getStress():Doubl e zur
Verf•ugung.

Geometrisc he Daten =) •Ahnlic hk eitsdaten

Die Umwandlung von geometrischen Daten in •Ahnlichkeitsdaten ist nicht
von N•oten, da der Algorithm us MajorClust bereits so implementiert wurde,
dasser sowohl Objekte desTyps UndirectedGraph als auch GeometricData
verarbeiten kann.



5.2. IMPLEMENTIER UNG VON DBSCAN UND MAJOR CLUST 53

MajorClust

+cluster(g:UndirectedGraph,threshold:double):Clustering

+cluster(d:GeometricData,threshold:double):Clustering

DBScan

+cluster(d:GeometricData,epsilon:double,minPts:int):Clustering

Clustering

+getClusterCount():int

+getClusterOfItem(int item:int item):int

+getItemsOfCluster():int[]

Abbildung 5.4: Klassendiagramm mit den Klassen DBSCAN und Ma-
jorClust.

5.2 Implemen tierung von DBSCAN und Ma-
jorClust

DBSCAN

Der Algorithm us DBSCAN wurde im Wesentlichen genausoimplementiert,
wie esder Pseudocode in Abschnitt 3.2 zeigt. Die Operation regionQuery
wird von dem R*-T ree ausgef•uhrt, so dasssich eine Laufzeit f•ur DBSCAN
von O(n logn) ergibt.

Ma jorClust

MajorClust wurde in zwei Varianten implementiert: Variante 1 clustert •Ahn-
lichkeitsdaten,Variante 2 hingegengeometrischeDaten. Der wesentlicheUn-
terschied liegt in der Realisierungvon Zeile 06 desPseudocodes:In Variante
2 wird auf die aus DBSCAN bekannte Funktion regionQuery zur•uckgegrif-
fen, welche vom R*-T ree berechnet wird.
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Variante 1:

Algorithm us MajorClust1.
Eingabe: Ein gewichteter Graph G = hV; E ; wi , Schwellwert t 2 R
Ausgabe: Eine Funktion c : V ! N, die jedem Knoten eine Clusternummer
zuordnet.

(01) n := 0; ready := f alse
(02) 8v 2 V do n := n + 1; c(v) := n enddo
(03) while ready = f alse do
(04) ready := tr ue
(05) 8v 2 V do
(06) c� := c(v)
(07) maxW eight := �1
(08) for i := 1; : : : ; n do sum(i ) := 0 enddo
(09) 8u : e = (v; u) 2 E do
(10) sum(c(u)) := sum(c(u)) + w(e)
(11) value := sum(c(u))
(12) if value > maxW eight then
(13) c� = c(u)
(14) maxW eight := value
(15) endif
(16) enddo
(17) if c(v) 6= c� then c(v) := c� ; r eady := f alse
(18) enddo
(19) enddo
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Variante 2:

Algorithm us MajorClust2.
Eingabe: Punktmenge P, •Ahnlichkeitsma� d : P � P ! R , Schwellwert
t 2 R
Ausgabe: Eine Funktion c : P ! N, die jedem Punkt eine Clusternummer
zuordnet.

(01) n := 0; ready := f alse
(02) 8p 2 P do n := n + 1; c(p) := n enddo
(03) while ready = f alse do
(04) ready := tr ue
(05) 8p 2 P do
(06) c� := c(p)
(07) maxW eight := �1
(08) for i := 1; : : : ; n do sum(i ) := 0 enddo
(09) neighborhood:= regionQuer y(P; p; t)
(10) 8q 2 neighborhood do
(11) sum(c(q)) := sum(c(q)) + d(p;q)
(12) value := sum(c(q))
(13) if value > maxW eight then
(14) c� = c(q)
(15) maxW eight := value
(16) endif
(17) enddo
(18) if c(p) 6= c� then c(p) := c� ; r eady := f alse
(19) enddo
(20) enddo

5.3 F-Measure

Das F-Measureist ein externesClustervalidit •atsma�. DiesesMa� berechnet
die G•ute einesClusterings bez•uglich einesReferenzclusterings.Sei D eine
Menge von Objekten und sei C = f C1; : : : ; Ck g ein Clustering von D. Des
weiteren seiC� = f C �

1 ; : : : ; C �
k g ein Referenzclustering,dassz. B. von einem
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Clustering

+getClusterCount():int

+getClusterOfItem(int item:int item):int

+getItemsOfCluster():int[]

ClusterValidation

+calculateFMeasure(reference:Clustering,c:Clustering):double

Abbildung 5.5: Klassendiagrammmit der KlasseClusterValidation zur Be-
rechnung desF-Measures.

Menschen de�niert wurde. Dann berechnet dasF-MeasureF : C� C7! [0; 1]
einen Wert zwischen 0 und 1. Ist F = 1, dann handelt essich bei C um ein
perfektesClustering bez•uglich C� . Geht F hingegengegen0, dann handelt
essich bei C um ein sehr schlechtes Clustering bez•uglich C� .

DasF-Measurekombiniert die ausdem Information Retrieval bekannten
Ma�e Precision und Recall. W•ahrend Precision die \ Reinheit\ einesClus-
ters bez•uglich einer Referenzklasseangibt, berechnet Recall den Anteil der
Objekte einer Referenzklasse,die in einem bestimmten Cluster enthalten
sind.

De�nition 15 (Precision) Der Precision-Wert eines Clusters j bez•uglich
einer Klasse i ist de�niert als

prec(i; j ) =
jCj \ C �

i j
jCj j

:

De�nition 16 (Recall) Der Recall-Wert eines Clusters j bez•uglich einer
Klasse i ist de�niert als

rec(i; j ) =
jCj \ C �

i j
jC � j

:
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Das F-Measurekombiniert Precision und Recall durch Bildung desharmo-
nischen Mittels:

Fi;j =
1

1
2

�
1

pr ec( i;j ) + 1
r ec( i;j

�

Basierendauf dieserFormel kann das F-Measurede�niert werden.

De�nition 17 (F-Measure) Das F-Measure eines Clusterings ist de�niert
als

F =
lX

i =1

jC �
i j

jD j
� max

j =1 ;::: ;k
f Fi;j g

Die Klasse ClusterValidity beihaltet eine Implementierung des F-
Measures:Der Befehl calculateFMeasur e liefert den F-Measure-Wert des
Clusterings c bez•uglich desReferenzclusteringsreference (vgl. Abb. 5.5).

5.4 Zusammenfassung

DiesesKapitel hat die Testumgebungvorgestellt, mit der die im n•achsten
Kapitel beschriebenenExperimente durchgef•uhrt werden.Dabei wurden die
verwendeten Datenformate sowie die Implementierungsaspekte der beiden
Algorithmen anhand von Klassendiagrammenbeschrieben. Zuletzt wurde
das Clustervalidit •atsma� F-Measure eingef•uhrt.
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Kapitel 6

Exp erimen te

DiesesKapitel zeigt verschiedene Experimente, die die Algorithmen DB-
SCAN und MajorClust miteinander vergleichen. Dabei kommt die in Kapi-
tel 5 vorgestellte Testumgebungzum Einsatz. Es werden drei verschiedene
Experimente durchgef•uhrt:

� Abschnitt 6.1 vergleicht die Algorithmen anhand von geometrischen
Daten.

� Abschnitt 6.2 vergleicht die Algorithmen anhand von •Ahnlichkeitsda-
ten.

� In Abschnitt 6.3 wird die Performanceder Algorithmen gemessen.

6.1 Geometrisc he Daten

6.1.1 Versuchsbeschreibung

DiesesExperiment vergleicht MajorClust und DBSCAN anhand von geo-
metrischen Daten. Als Testdatensatz wird ein Ausschnitt des Bildes der
karibischen Inseln verwendet, der in Abb. 6.1azu sehenist. Beide Algorith-
men verwendenals Datenstruktur den R*-T ree.

Es wurden zahlreiche Clusteranalysenmit ver•anderten Eingabeparame-
tern durchgef•uhrt. Abb. 6.1zeigt eineAuswahl der Ergebnisse,die DBSCAN
berechnet hat, w•ahrendAbb. 6.3die Ergebnissevon MajorClust pr•asentiert.

59
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6.1.2 Diskussion der Ergebnisse

DBSCAN

Abb. 6.1b-f zeigenverschiedeneClusterings, die DBSCAN berechnet hat.
Dabei wurden unterschiedliche Eingabeparameter � und M inP ts verwen-
det. Wie in den Experimenten festgestellt wurde, beein
usst vor allem �
das Ergebnis der Clusteranalyse.Wird � gro� gew•ahlt, d. h. � � 15, dann
�ndet DBSCAN keine kleineren Inseln, sondernerzeugt nur einen einzigen
Cluster, welcher alle Bildpunkte beinhaltet. Mit kleiner werdenden� werden
zunehmendmehr Cluster erzeugt.Dabei ist zu erkennen,dassDBSCAN die
einzelnenInseln sehr pr•azise �ndet. Vor allem die R•ander der Inseln wer-
den erkannt. Bei sehr kleinem � hat DBSCAN daher •Ahnlichkeit mit dem
hierarchisch agglomerativen Single-Linkage-Clusterverfahren, das ebenfalls
eine sehr gute Randerkennung aufweist.

Abb. 6.2 soll verdeutlichen, wie unterschiedliche Werte von � dasCluste-
rergebnisbeein
ussen.Daf•ur wird ein Ausschnitt zweier Inseln der Bahamas
vergr•o�ert dargestellt. F•ur einenRandpunkt u, der rot gef•arbt ist, sind zwei
� -Umgebungenverschiedener Gr•o�e eingezeichnet. Im oberen Beispiel, f•ur
das � = 3 gilt, ist zu erkennen, dass kein Punkt der gr•un gef•arbten In-
sel in der � -Umgebung von u liegt. Somit werden die Punkte der beiden
Inseln unterschiedlichen Clustern zugeordnet. Im unteren Beispiel ist die � -
Umgebungvon u mit � = 8 deutlich gr•o�er, weshalbsich jetzt der magenta
gef•arbte Punkt v in der Umgebungbe�ndet. Da u die Kernpunktb edingung
erf•ullt, wird in Zeile (15) von DBSCAN v in die seed-Listeeingef•ugt. Auf
dieseWeiseerzeugt DBSCAN nur einen Cluster f•ur die beiden Inseln.

DiesesExperiment zeigt, dass die Wahl der Eingabeparameter gro�en
Ein
uss auf dasErgebnisder Clusteranalysehat. Ester u. a., schlagen in [6]
eine Heuristik zur Bestimmung von � und M inP ts vor. Dieseist allerdings
nur im zweidimensionalenRaum e�zien t, bei h•oherenDimensionen,die z.
B. zum Kategorisieren von Dokumenten notwendig sind, ist sie kaum noch
anwendbar.

Ma jorClust

MajorClust wurde in Variante 2 (vgl. Abschnitt 5.2) in Verbindung mit
der Datenstruktur R*-T reeangewendet. Abb. 6.3a-f zeigenf•ur verschiedene
Schwellwerte t die Clusterings, die MajorClust berechnet hat.

Bei kleinem t betrachtet MajorClust f•ur einen Punkt u, f•ur den der at-
traktivste Cluster bestimmt werden soll, nur eine kleine Umgebung von u.
Daher werden auch zusammenh•angendeInseln in eine Vielzahl von Clus-
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Abbildung 6.1: Clusterergebnissemit DBSCAN unter Verwendungvon geo-
metrischen Daten.
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Abbildung 6.2: Eine gr•o�ere � -Umgebung f•uhrt zur Vereinigung nahe gele-
gener Inseln.

ter aufgeteilt (Abb. 6.3a). Wird t jedoch gr•o�er gew•ahlt, dann werden die
einzelnenInseln weitestgehendgefunden(Abb. 6.3e).

Die Randerkennung von MajorClust ist im Vergleich zu DBSCAN jedoch
deutlich schlechter. Abb. 6.4 verdeutlicht diesesPh•anomen.F•ur t = 16 ist
die t-UmgebungdesPunktes u dargestellt. Der Cluster der roten Insel weist
f•ur u eine gr•o�ere Attraktivit •at auf, als der Cluster der blauen Insel, da
sich mehr rote Punkte in der Umgebung von u be�nden als blaue Punkte.
Dar•uberhinaus sind nur wenigeblaue Punkte sehr nahe an u gelegen.

Das Beispiel in Abb. 6.5 zeigt ein Verhalten von MajorClust, dass
auf eine dichtebasierte Vorgehensweiseschlie�en l•asst. F•ur den links mar-
kierten Bereich sind rechts zwei Dichtesch•atzungen mit unterschiedlichen
\ Wasserst•anden\ dargestellt, welcheverschiedenenWerten f•ur t entsprechen
(vgl. auch Abschnitt 2.5). Bei einem hohen Wasserstandist die Ober
 •ache
der Dichtesch•atzung durch Wassergetrennt. DieseTrennung existiert an der
gleichen Stelle, an der MajorClust zwei Cluster getrennt hat. Ist dasWasser
jedoch weiter abgesenkt(ver•andertes t), dann erscheint die Ober
 •ache der
Dichtesch•atzung als zusammenh•angend.Auch MajorClust separiert die In-
selan der zuvor getrennten Stelle nicht mehr in zwei Cluster, wenn t erh•oht
wird (vgl. Abb. 6.3d-f).

DiesesExperiment zeigt, dassauch MajorClust brauchbareErgebnissebeim
Clustern von geometrischen Daten liefert. Jedoch ist die Randerkennung
schlechter als dies bei DBSCAN der Fall ist. Ebenso wie DBSCAN wird
MajorClust stark von der Wahl des Eingabeparametersbeein
usst. Aller-
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Abbildung 6.3: Clusterergebnissemit MajorClust unter Verwendung von
geometrischen Daten.
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Abbildung 6.4: Schlechte Randerkennung von MajorClust.

dings ist die Ermittlung einesgeeignetenWertes einfacher, da MajorClust
mit t nur einen Parameter ben•otigt.

6.2 •Ahnlic hkeitsdaten

6.2.1 Versuchsbeschreibung

DiesesExperiment untersucht die F•ahigkeit der beidenAlgorithmen, Doku-
mente zu kategorisieren(vgl. Abschnitt 4.3). Dazu wird der Reuters 21578-
Korpus verwendet. Dieser beinhaltet mehrere tausend Dokumente, die un-
terschiedlichen Kategorien zugeordnetsind. F•ur diesesExperiment werden
1000Dokumente aus10Kategorien desReuters-Korpusverwendet.Zu jeder
Kategorie geh•oren jeweils 100Dokumente. Im Korpus existieren verschiede-
ne Dokumente, welche mehrerenKategorien zugeordnetsind. Diesewerden
f•ur das Experiment nicht verwendet.

Die Dokumente werden tokenisiert und mittels t�df-Gewic htung vek-
torisiert. Als Eingabe f•ur MajorClust wird ein vollst•andiger, ungerichteter
Graph erzeugt,welcher f•ur jedesDokument einenKnoten enth•alt. Zwischen
je zwei Knoten wird eineKante erzeugt, deren Gewicht der •Ahnlichkeit der
beiden Dokumente entspricht. Diese •Ahnlichkeiten werden mit Hilfe des
Kosinusma�es berechnet. Da DBSCAN keine •Ahnlichkeitsdaten verarbei-
ten kann, werden diesemit Hilfe der multidimensionalen Skalierung (MDS)
in den k-dimensionalenRaum eingebettet (vgl. Anhang B). Um den Ein-
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Abbildung 6.5: Cluster werden an Stellen geringer Dichte von MajorClust
getrennt.
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Abbildung 6.6: Clusteringvergleich anhand von •Ahnlichkeitsdaten.


uss der MDS auf das Clusterergebniszu untersuchen, werdendie Daten in
R•aume unterschiedlicher Dimensionalit•at eingebettet, d. h. f•ur 2 � k � 13.

Die G•ute einesClusteringswird mit Hilfe desF-Measures(vgl. Abschnitt
5.3) berechnet. Dies ist m•oglich, da als Referenzclustering die Reuters-
Kategorisierung bekannt ist. F•ur jeden Algorithm us wird eine Reihe von
Clusteranalysendurchgef•uhrt, wobei jeweils die Eingabeparametervariiert
werden. MajorClust wird f•ur jeden Wert von t dar•uberhinaus dreimal aus-
gef•uhrt, da dieserAlgorithm us in nicht eindeutigen Situationen Zufallswer-
te verwendet und sich so bei mehrmaligem Ausf•uhren leicht verschiedene
Ergebnisseergeben. Der gr•o�te F-Measure-Wert wird als Ergebnis einer
Testreihe festgehalten.

Abbildung 6.6 zeigt die ErgebnissedesExperiments.

6.2.2 Diskussion der Ergebnisse

Wie leicht zu sehen ist, dominiert MajorClust diesen Test deutlich. Mit
einem F-Measure-Wert von F = 0:716 f•ur die •Ahnlichkeitsdaten und F =
0:770f•ur die eingebetteten Daten (bei Dimensionk = 11), liefert MajorClust
au�erordentlich gute Werte. Auch DBSCAN erzeugt mit einem maximalen
F = 0:680 (bei Dimension k = 12) brauchbare Ergebnisse, f•allt jedoch
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gegen•uber MajorClust deutlich ab.
Zun•achst sehr •uberraschend ist die Tatsache, dassMajorClust bessere

Ergebnissemit den eingebetteten, geometrischen Daten erzielt. Ein Deu-
tung f•ur diesesPh•anomenkommt auseinemder multidimensionalen Skalie-
rung verwandten Gebiet, dem Latend Semantic Indexing, welchesebenfalls
eine Reduktion der Dimensionalit•at bei m•oglichst hohem Informationser-
halt anstrebt. Wie in [5] erl•autert, erzielt die Einbettung der Daten in
einen Raum geringerer Dimensionalit•at eine Verminderung von Rauschen
innerhalb der Daten. Wird die Zahl der Dimensionenallerdings noch weiter
begrenzt, tritt ein Informationsverlust auf, da nicht mehr gen•ugend Frei-
heitsgradeverf•ugbar sind, um alle Informationen unterzubringen. Abb. 6.6
spiegelt dieseThesegenauwieder. Im Bereich von 10 Dimensionenwerden
die besten Clusterergebnisseerzielt. Dabei sollte der Leser bemerken, dass
die Problemdaten aus genau10 Kategorien stammen. Beim •Ubergang von
10 zu 9 Dimensionen ist ein gro�er Abfall der Clusteringqualit •at zu erken-
nen, denn 9 Dimensionen reichen nicht mehr aus, um alle Informationen
der 10 Kategorien darzustellen. Oberhalb von 11 Dimensionen nimmt der
F-Measure-Wert wieder leicht ab. Hier l•assto�en tsichtlich die Rauschreduk-
tion der multidimensionalen Skalierung nach.

DiesesExperiment hat gezeigt, dass beide Algorithmen sehr gute Ergeb-
nisse bei der Dokumentenkategorisierung liefern. Dabei ist jedoch zu be-
achten, dassdie multidimensionale Skalierung einenerheblichen Rechenauf-
wand ben•otigt, vor allem, wenn es sich um eine gro�e Anzahl von Daten
und eine hohe Dimensionalit•at des einzubettenden Raumes handelt. Auf
dem verwendetenTestsystem1 ben•otigte das\ R-Tool\ zur Einbettung von
1000 Objekte in den 13-dimensionalenRaum mehr als 15 Minuten. Somit
ben•otigt die multidimensionale Skalierung mehr Rechenzeit als die eigentli-
che Clusteranalyse.Deshalb ist DBSCAN kaum f•ur zeitkritsche Anwendun-
gen, wie z. B. die Kategorisierung von Suchergebnisseneiner Suchmaschine
in Echtzeit, geeignet.Eine Reduktion der Dimensionalit•at ist f•ur DBSCAN
jedoch zwingend erforderlich, da keine bekannte Datenstruktur existiert,
die regionQuery-Anfragen im hochdimensionalenRaum e�zien t berechnen
kann.

Da MajorClust •Ahnlichkeitsdaten clustern kann und daher keine Ein-
bettung ben•otigt, ist er pr•adestiniert f•ur diese Aufgabe, vor allem, da er
sogarbei den nicht um Rauschen reduzierten •Ahnlichkeitsdaten bessereEr-
gebnisseliefert, als DBSCAN bei den eingebetteten Daten.

1Pentium M Centrino 1,7 GHz mit 1 GB RAM.



68 KAPITEL 6. EXPERIMENTE

Abbildung 6.7: Performancevergleich.

6.3 Performancev ergleic h

6.3.1 Versuchsbeschreibung

Im letzten Versuch soll die Performanceder beiden Algorithmen verglichen
werden.Um Ein
 •usseder verwendetenDatenstrukturen auszugleichen,wer-
den geometrische Daten verwendet, sodassbeideAlgorithmen den R*-T ree
verwendenk•onnen. Es wird � = t gesetzt, damit beide Algorithmen gleich
komplexeAnfragen an den R*-T ree stellen.

Abbildung 6.7 zeigt die ben•otigte Zeit f•ur eineClusteranalyse,aufgetra-
gen •uber der Anzahl der verwendetenDatenpunkte.

6.3.2 Diskussion der Ergebnisse

Abbildung 6.7zeigt, dassMajorClust (blaue Linie) gegen•uber DBSCAN (ro-
te Linie) wesentlich langsamerist, wenn viele Datenpunkte geclustert wer-
densollen.Mit einereinfachenTechnik kann MajorClust allerdingserheblich
beschleunigt werden.Aus der Funktionsweiseder Algorithmen erkennt man,
dassDBSCAN f•ur jeden Datenpunkt die � -Umgebung nur einmal abfragt.
MajorClust hingegenrequestiert die t-Umgebungf•ur jeden Datenpunkt un-
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ter Umst•anden mehrmals vom R*-T ree. Eine Beschleunigung kann daher
durch das Cachen bereits berechneter t-Umgebungen erzielt werden. Die
gr•une Linie zeigt, wie stark sich die Verwendung einessolchen Cachesaus-
wirkt. Mit dieserVerbesserungist MajorClust zwar immer noch langsamer
als DBSCAN, jedoch in der gleichen Gr•o�enordnung.

DieseEgebnissezeigen,dassDBSCAN schneller als MajorClust arbeitet.
Es ist jedoch zu beachten, dassdiesesExperiment aufgrund der Verwendung
von geometrischen Daten sehr der Funktionsweisevon DBSCAN entgegen-
kommt. Im vorangegangenenExperiment wurde erw•ahnt, dass DBSCAN
f•ur zeitkritische Anwendungenin Verbindung mit •Ahnlichkeitsdaten kaum
anwendbar ist.

6.4 Zusammenfassung

DiesesKapitel hat die verschiedenenExperimente zum Vergleich von DB-
SCAN und MajorClust beschriebenund ausgewertet. Es wurde gezeigt,dass
beide Algorithmen unter Verwendung von geometrischen Daten als auch
•Ahnlichkeitsdaten gute Ergebnisseliefern.

DesWeiteren wurde herausgefunden,dassdie multidimensionale Skalie-
rung durch eine Rauschreduktion eine VerbesserungdesClusterergebnisses
bei Verwendung von •Ahnlichkeitsdaten erzielenkann.

Im letzten Experiment wurde die Performanceder Algorithmen vergli-
chen, wobei DBSCAN mit geometrischen Daten etwas schneller war. Es
wurde gezeigt, dassMajorClust unter Verwendung einesCaches erheblich
beschleunigt werden kann.
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Kapitel 7

Ergebnis und
Zusammenfassung

An dieserStelle sollen die in der Motiv ation gestellten Fragen mit Hilfe der
aus den verschiedenenExperimenten gewonnenenErkenntnissen beantwor-
tet werden.

� Wie verh•alt sich das Clusterergebnis und die Performance von Ma-
jorClust im Vergleich zum dichtebasierten Clusteralgorithmus DB-
SCAN?

MajorClust liefert gute Ergebnissebeim Clustern von geometrischenDaten,
wird jedoch von DBSCAN in der Leistung •ubertro�en. Letzterer weist eine
bessereRanderkennung von Figuren beliebigerForm auf und arbeitet etwas
schneller.

Beim Kategorisieren von Dokumenten erreicht MajorClust qualitativ
hervorragendeWerte, die die sehrgute Leistung von DBSCAN noch deutlich
•ubertre�en. Zudemben•otigt MajorClust keineEinbettung der •Ahnlichkeits-
daten in einen Raum beschr•ankter Dimensionalit•at, weshalb MajorClust
hier wesentlich schneller Ergebnisseliefert als DBSCAN.

Zusammenfassendl•asst sich daher sagen,dassDBSCAN erste Wahl bei
geometrischen Clusteraufgaben ist. Liegen dagegenProblemdaten sehr ho-
her Dimension vor, sollte MajorClust verwendet werden.
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� Deuten die Clusterergebnissedarauf hin, dass MajorClust ebenfalls
dichtebasiert arbeitet?

MajorClust weist dichtebasierte Eigenschaften auf: Der Algorithm us lie-
fert gute Ergebnissebeim Clustern von geometrischen Daten, wie z. B.
Erkennung von Regionen mit verschieden Formen. Die Eigenschaft, dass
MajorClust Regionenan den Stellen in mehrere Cluster aufspaltet, an de-
nen die Dichte der Kerndichtesch•atzung ein Minim um beschreibt, deutet
ebenfalls auf eine dichtebasierte Vorgehensweisehin.

DieseBeobachtungen lassendarauf schlie�en, dasseine Zuordnung von
MajorClust zur Kategorie der dichtebasiertenClusteralgorithmen durchaus
sinnvoll ist. Eine theoretische Zur•uckf•uhrung der Funktionsweisevon Ma-
jorClust auf das dichtebasierte Konzept steht allerdings noch aus.

� Wie stark beein
usst die Einbettung der urspr•unglichen •Ahnlichkeits-
daten in den euklidischen Raum das Ergebnis der Clusteranalyse?

Ein •uberraschendesErgebnis ergabsich bei der Untersuchung dieserFrage.
Zun•achst wurde angenommen,dassdie Einbettung der •Ahnlichkeitsdaten in
einen Raum beschr•ankter Dimensionalit•at das Clusterergebnisverschlech-
tern w•urde. Das Gegenteil jedoch wurde festgestellt, denn die multidimen-
sionaleSkalierung erreicht eineRauschreduktion innerhalb der Daten, wenn
die Dimensionalit•at desZielraumesdie Anzahl der zu erwartenden Cluster
nicht unterschreitet.

Eine Einschr•ankung ist jedoch die Tatsache, dassdie multidimensionale
Skalierung eine erhebliche Rechenzeit beansprucht, die deutlich gr•o�er als
die der Clusteranalyse ist. Somit ist die F•ahigkeit von MajorClust, Daten
beliebigerDimensionalit•at e�zien t clustern zu k•onnen,ein gro�er Vorteil bei
zeitkritischen Aufgaben gegen•uber Algorithmen wie DBSCAN, die Daten-
strukturen ben•otigen, welche nur mit Daten beschr•ankter Dimensionalit•at
e�zien t arbeiten.

7.1 Ausblic k

Eine wesentlicheSchwierigkeit tritt bei der Verwendungder Clusteralgorith-
men auf: Die Ermittlung optimaler Eingabeparameter f•ur die Algorithmen
ist m•uhselig und schwer automatisierbar. Es sollten deshalbleistungsf•ahige
Heuristiken gefundenwerden, die bei diesemProblem Hilfestellung leisten.

Eine andere Herausforderung f•ur die Zukunft ist die Verbesserungder
Datenstrukturen, die Algorithmen wie DBSCAN ben•otigen. Der R*-T ree
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etwa arbeitet bei mehr als 11 Dimensionennicht mehr e�zien t. Ein Schwer-
punkt sollte daher auf die Erforschung neuer oder verbesserterDatenstruk-
turen gelegt werden.
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Anhang A

Komplexit •at

In Kapitel 4 wurde der gewichtete partielle Kantenzusammenhang� ein-
gef•uhrt. Ziel bei der Clusteranalysemit MajorClust ist es,� zu maximieren.
Zur Zeit wird angenommen,dassdas Problem der Maximierung von � NP-
vollst•andig ist, ein Beweis jedoch steht noch aus.

F•ur dasverwandte Problem, � unter Vorgabe einer festenClusteranzahl
jCj = k zu maximieren, kann die NP-H•arte nachgewiesenwerden. Dieses
Problem wird im Folgendenals 	 bezeichnet.

Sowohl f•ur �, als auch f•ur 	, l•a�t sich ein Entscheidungs-und ein Optimie-
rungsproblemformulieren. Es ergeben sich vier Probleme,die im Folgenden
formal de�niert werden.

1. � opt bezeiche dasOptimierungsproblem mit der Maximierungsfunkti-
on \ gewichteter partieller Kantenzusammenhang� \ .

2. 	 opt bezeiche dasOptimierungsproblem mit der Maximierungsfunkti-
on \ gewichteter partieller Kantenzusammenhang� \ und fester Clus-
teranzahl k.

3. � ent := fhG; � min i j esexistiert ein Clustering C desGraphen G
mit �( C) � � min g

4. 	 ent := fhG; � min ; ki j esexistiert ein Clustering C mit genauk
Cluster desGraphen G mit �( C) � � min g
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Komplexit •at

Die folgende Reduktion zeigt, wie •ahnlich das Problem 	 ent dem Clique-
Problem ist.

Satz 1 	 ent ist NP-vollst•andig.

Es folgt der Beweis von Satz 1.

Lemma 1.1 	 ent 2 N P

Bew eis:
Um zu zeigen,dass	 ent polynomiell veri�zierbar ist und somit in N P liegt,
wird im Folgendenein polynomieller Veri�zierer f•ur 	 ent konstruiert.
SeiV1 mit Eingabe hG; � min ; k; Ci ein polynomieller Veri�zierer, der testet,
ob der Graph G = (V; E) ein Clustering C mit �( C) � � min besitzt:

Veri�zierer V1.
Eingabe: hG; � min ; k; Ci
Ausgabe: \ Eingabe akzeptiert\ oder \ Eingabe nicht akzeptiert\

1. Teste,ob hCi die Codierung einesClusterings (C1; :::; Ck ) von G ist.

2. Setzex = 0

3. F•ur alle i = 1; :::; k:

(a) Berechne die Kantenzusammenhangszahl� i f•ur das Cluster Ci .

(b) Berechne x = x + jCi j � � i

4. Wenn x � � min akzeptiere, sonst lehne ab.

Um diesenVeri�zierer polynomiell auf einer deterministischen Turingma-
schine umzusetzen,wird die Codierung einesClusterings C als Bitfolge der
L•angejV j �dlog(jV je) realisiert. Dabei bezeichnendie Bits (j � 1)�dlog(jV je+
1:::j � dlog(jV je die Bin•ardarstellung der Nummer i desClusters Ci , welchem
der Knoten Vj zugeordnetist (vgl. Abb. A.1). DieseAnzahl (dlog(jV je)) der
Bits f•ur die Nummer einesClusters ist ausreichend, denn ein Graph mit jV j
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Abbildung A.1: Codierung einesClusterings.

Knoten kann h•ochstens in eben soviele Cluster aufgeteilt werden und die
Zahl jV j kann bin•ar mit dlog(jV je) Bits dargestellt werden.Au�erdem wird
in Schritt 1 •uberpr•uft, ob es sich um ein Clustering mit genau k Clustern
handelt. Somit kann der erste Schritt desVeri�zierers in polynomieller Zeit
umgesetztwerden.
Schritt 2 desVeri�zierers ben•otigt nur eine Rechenoperation.
Die Schleife in Schritt 3 wird h•ochstensjV j-mal durchlaufen, n•amlich dann,
wenn jeder Knoten einemeigenenCluster zugeordnetist. Die Kantenzusam-
menhangszahl� i kann etwa mit demMaximal
ussalgorithm usvon Ford und
Fulkersonin O(jV j5) berechnet werden (3a). In Schritt 3b der Schleife sind
sowohl die Addition als auch die Multiplik ation in O(n2) durchzuf•uhren,
wobei n die Anzahl der Stellen der gr•o�ten der beiden Zahlen bezeichnet.
x kann maximal einen Wert von jV j � (jV j � 1) annehmen,und zwar genau
dann, wenn der Graph G eine jV j-Clique bildet. Somit l•asst sich Schritt 3
in O(( jV j � (jV j � 1))2) = O(jV j4) berechnen.
Der letzte Schritt des Veri�zierers ben•otigt lediglich O(log n) Rechenope-
rationen, um zwei Zahlen mit Stellenanzahl von h•ochstens n miteinander
zu vergleichen. Bei einem maximalen Wert von jV j � (jV j � 1) f•ur x (s. o.)
ben•otigt dieserSchritt alsoh•ochstensO(log(jV j � (jV j � 1))) = O(2� log(jV j).
Insgesamt ergibt sich also eine Laufzeit f•ur den Veri�zierer von
O(jV j � dlog(jV je) + O(1) + O(jV j6) + O(jV j5) + O(2 � log(jV j)
= O(jV j6).

Somit ist die Laufzeit polynomiell in hG; � min ; Ci . Daraus folgt, dass V1

ein polynomieller Veri�zierer f•ur 	 ent ist.

Lemma 1.2 Cl ique � 	 ent

Bew eis:
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Abbildung A.2: Beispiel f•ur eine Reduktion.

Zun•achst wird die Sprache Clique de�niert.

De�nition Clique: Sei G = (V; E) ein ungerichteter Graph. Eine Teil-
menge C der Knoten von G hei�t Clique, wenn f•ur alle i; j 2 C gilt
f i; j g 2 E. Die Knoten einer Clique sind also alle paarweise durch Kan-
ten im Graphen G verbunden.Eine Clique C hei�t k-Clique, wenn C genau
k Knoten enth•alt.
Clique := fhG; kij G ist ein ungerichteter Graph mit einer k-Cliqueg.

Clique ist NP-vollst•andig.

Reduktion von Clique auf 	 ent :
In dieser Reduktion gelte f•ur ein Cluster C mit jCj = 1 : �( C) = 1. Aus
der Eingabe hG; ki wird im Folgendendie EingabehG0; � min ; ni konstruiert.

� Sei G0 = G

� Sei � min = jV j + k2 � 2k

� Sei n = jV j � k + 1

Damit ist die Reduktion abgeschlossen.

Zu zeigen:
w 2 Cl ique , f (w) 2 	 ent

Zun•achst \ ) \ :
Sei G ein Graph, der einek-Clique enth•alt, also (G; k) = w 2 Cl ique. Dann



79

muss ein Clustering des Graphen G mit n Cluster gefunden werden mit
�( G) � � min . Das erste Cluster C1 enthalte die k Knoten, die in G eine k-
Clique bilden. Dann bleiben noch jV j � k Knoten •ubrig, die auf die restlichen
n � 1 Cluster verteilt werden.Da n � 1 = jV j � k + 1 � 1 ) n � 1 = jV j � k
gibt es ebensoviele nichtleere Cluster wie noch nicht zugeordneteKnoten.
Da kein Cluster leer bleiben darf, wird jedem Cluster genau einer dieser
Knoten zugeordnet.
Das Cluster C1 enth•alt einek-Clique. Folglich ergibt sich der Wert �( C1) =
k � (k � 1). F•ur die n � 1 Cluster, die genau einen Knoten enthalten, gilt
8i = 2:::n : �( Ci ) = 1. Insgesamt ergibt sich also �( G) =

P n
i =1 �( Ci ) =

k � (k � 1) +
P n

i =2 �( Ci ) = k2 � k + n � 1. Mit n = jV j � k + 1 folgt
�( G) = k2 � k + jV j � k + 1 � 1 = jV j + k2 � 2k = � min . Daraus folgt
�( G) � � min ) f (w) 2 	 ent .

\ ( \ :
Sei(G; � min ; n) 2 	 ent . Ein zul•assigesClustering von G mussgenaun Clus-
ter enthalten. Da kein Cluster leer bleiben darf, werden n Knoten von G je
einem Cluster zugeordnet.Es bleiben jV j � n = jV j � jV j + k � 1 = k � 1
Knoten •ubrig, die noch auf die Cluster verteilt werden m•ussen.Unter der
(im Allgemeinen nicht zutre�enden) Annahme, dassdiesek � 1 Knoten zu
allen Knoten aus G eine Kante haben, wird eine Zuordnung der Knoten zu
den n Clustern gesucht, die �( G) maximiert. Das Maxmimum ergibt sich,
wenn eine m•oglichst gro�e Clique gebildet wird. Die k � 1 Knoten werden
daher o.B.d.A. dem Cluster C1 zugeordnet. Da diesem vorher schon ein
Knoten zugeordnetwar, enth•alt esnun k Knoten, die eine k-Clique bilden.
Daraus folgt �( C1) = k2 � k. Da die anderenn � 1 Cluster nur einenKnoten
enthalten, ergibt sich �( G) = k2 � k + n � 1. Mit n = jV j � k + 1 ergibt sich
�( G) = jV j + k2 � 2k = � min . Dies ist also der minimale Wert f•ur �( G)
damit (G; � min ; n) 2 	 ent gilt. Da diesesClustering von G aber gleichzeitig
�( G) maximiert, ist es das einzig m•ogliche Clustering. Dann aber muss G
eine k-Clique enthalten und w = (G; k) 2 Cl ique.

Schlie�lic h muss noch gezeigt werden, dass f polynomiell in hG; ki bere-
chenbar ist:
Der Graph G kann in Schritt 1 in O(jV j + jE j) kopiert werden.
Die Berechnungenin denSchritten 2 und 3 k•onnenin O(max(log(jV j); log(k)))
berechnet werden. Da jV j � k also in O(log(jV j).
Somit ergibt sich alsGesamtlaufzeit O(jV j+ jE j)+ O(log(jV j) = O(jV j+ jE j).
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Damit ist f eine polynomielle Reduktion und Lemma 1.2 ist bewiesen.

Aus Lemmata 1.1 und 1.2 folgt Satz 1.



Anhang B

Multidimensionale
Skalierung

Die multidimensionale Skalierung (MDS) ist eine Technik zur Einbettung
von Daten in den euklidischen Raum, f•ur die lediglich paarweise•Ahnlichkei-
ten in Form eines •Ahnlichkeitsma�es vorliegen (vgl. Abschnitt 1.3). Dabei
sollen die Daten so in den euklidischen Raum Rk eingebettet werden, dass
die paarweisen •Ahnlichkeiten der Objekte m•oglichst gut durch die paarwei-
senDistanzen im euklidischen Raum dargestellt werden. Oft wird die MDS
auch zur Visualisierung von Daten verwendet (mit k = 2 oder k = 3 ).

Erstmals wurde von J. B. Kruskal ein Algorithm us zur Durchf•uhrung
der MDS vorgeschlagen. Dieser versucht durch sukzessivesRepositionieren
der Objektentsprechungen x1; : : : ; xn 2 Rk im euklidischen Raum die Dar-
stellung stetig zu verbessern.Um zu ermitteln, wie gut dieseObjektentspre-
chungen x1; : : : ; xn die •Ahnlichkeiten � i;j der Originaldaten approximieren,
werden sog.Stress-Ma�e der Form

S(x1; : : : ; xn ) =

0

@
X

i<j

(� i;j � di;j )2

1

A

1=2

verwendet, wobei di;j = jjx i � xy jj eine Metrik im euklidischen Raum zur
Bestimmung der Distanz zwischen x i und x j bezeichnet. Hohe Stress-Werte
kennzeichnen eine schlechte Approximierung durch die Objektentsprechun-
gen.

Kruskal schlug zwei verschiedeneStress-Ma�e vor, welche einigeVerbes-
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serungenbeinhalten:

S1(x1; : : : ; xn ) =

 P
i<j (�̂ i;j � di;j )2

P
i<j d2

i;j

! 1=2

und

S2(x1; : : : ; xn ) =

 P
i<j (�̂ i;j � di;j )2

P
i<j (di;j � �d)2

! 1=2

;

wobei �d den Mittelw ert aller Distanzen di;j bezeichnet.
Es gibt zwei wesentliche Vorteile dieserStress-Ma�e. Zum einen werden

die Stress-Werte normiert, um sie vergleichbar mit Werten anderer MDS-
Daten zu machen. Des Weiteren werden statt •Ahnlichkeiten � i;j die soge-
nannten Disparit •aten �̂ i;j = f (� i;j ) zur Berechnung verwendet.Die Funktion
f wird aus dem den Daten zugrunde liegendenModell abgeleitet. Die Ver-
wendung von Disparit •aten statt •Ahnlichkeitswerten hat den Vorteil, dass
die Di�erenzen (� i;j � di;j ) nicht absolut berechnet werden m•ussen.

Um die G•ute von mit der MDS skalierten Daten anhand dieser Stress-
Ma�e sch•atzen zu k•onnenhat Kruskal einige Erfahrungswerte zu deren Be-
urteilung vorgeschlagen.Tabelle B.1 stellt dieseWerte dar.

Anpassungsg•ute S1 S2

gering 0; 2 0; 4
ausreichend 0; 1 0; 2
gut 0; 05 0; 1
ausgezeichnet 0; 025 0; 15
perfekt 0 0

Tabelle B.1: Kruskals Erfahrungswerte zur Beurteilung von Stress-Werten
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